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Abstrakt 
Tato disertační práce se zabývá problematikou konstrukce a systémové integrace risk-
adjustovaných indikátorů kvality zdravotní péče s využitím multivariačních statistických 
regresních modelů v podmínkách českého zdravotnického systému. Hlavním cílem 
práce bylo navrhnout matematický aparát umožňující spravedlivé a odborně validní 
porovnávání poskytovatelů zdravotní péče při zohlednění rozdílů ve vstupních 
charakteristikách pacientů (case-mixu). 

Teoretická část práce shrnuje historický vývoj měření kvality zdravotní péče, principy risk-
adjustace, typy používaných adjustačních proměnných, konstrukci standardizovaných 
ukazatelů a problematiku validace modelů. Součástí rešerše je rovněž přehled 
mezinárodních přístupů k využívání výsledkových indikátorů ve zdravotnictví. 

Praktická část práce demonstruje využití tří základních typů multivariačních regresních 
modelů na konkrétních příkladech z českého zdravotnictví. První část využívá binární 
logistickou regresi pro konstrukci risk-adjustovaného ukazatele 30denní mortality po 
cévní mozkové příhodě pro benchmarking iktových center v České republice. Druhá část 
využívá Coxův model proporcionálních rizik pro hodnocení gastrointestinální a 
urogenitální toxicity po radikální radioterapii karcinomu prostaty. Třetí část práce využívá 
zobecněný lineární model (GLM) a odhadované marginální průměry pro benchmarking 
českých lékařských fakult na základě výsledků studentů se standardizací podle pohlaví a 
ročníku studia. 

Výsledky práce potvrzují, že multivariační regresní modely představují robustní a 
prakticky využitelné nástroje pro konstrukci výsledkových indikátorů kvality zdravotní 
péče v českém prostředí. Současně práce ukazuje, že validita výsledků je zásadně 
podmíněna kvalitou datových zdrojů, správnou volbou adjustačních proměnných, 
důslednou validací modelů a transparentní interpretací výsledků. Součástí práce je popis 
konkrétního propojení metodologického výzkumu s praktickou implementací v prostředí 
Ministerstva zdravotnictví ČR, Kanceláře zdravotního pojištění a dalších institucí českého 
zdravotnictví. 

Práce dále diskutuje budoucí možnosti rozvoje risk-adjustovaných indikátorů 
prostřednictvím standardizovaných datových modelů OMOP CDM a analytického 
ekosystému OHDSI, které mohou vytvořit základ pro dlouhodobě udržitelný, 
reprodukovatelný a mezinárodně srovnatelný systém hodnocení kvality zdravotní péče. 

Klíčová slova: kvalita zdravotní péče, indikátory kvality, výsledkové indikátory, risk 
adjustment, case-mix, benchmarking, multivariační statistické modely, binární logistická 
regrese, Coxův model proporcionálních rizik, zobecněný lineární model (GLM), OMOP 
CDM datový model, OHDSI analytický ekosystém 
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Abstract 
This dissertation thesis addresses the construction and system integration of risk-
adjusted healthcare quality indicators using multivariate statistical regression models 
within the Czech healthcare system. The primary aim of the thesis was to develop a 
mathematical framework enabling fair and professionally valid comparison of healthcare 
providers while accounting for differences in patient baseline characteristics (case-mix). 

The theoretical part of the thesis summarizes the historical development of healthcare 
quality measurement, the principles of risk adjustment, types of adjustment variables, 
the construction of standardized indicators, and issues related to model validation. The 
literature review also includes an overview of international approaches to the use of 
outcome quality indicators in healthcare systems. 

The practical part demonstrates the application of three fundamental types of 
multivariate regression models using specific examples from Czech healthcare. The first 
part applies binary logistic regression to construct a risk-adjusted indicator of 30-day 
mortality after stroke for benchmarking stroke centers in the Czech Republic. The second 
part utilizes the Cox proportional hazards model to evaluate gastrointestinal and 
urogenital toxicity following radical radiotherapy for prostate cancer. The third part 
applies a generalized linear model (GLM) and estimated marginal means for 
benchmarking Czech medical faculties based on students’ results standardized 
according to gender and year of study. 

The results confirm that multivariate regression models represent robust and practically 
applicable tools for the construction of outcome quality indicators in the Czech 
healthcare environment. At the same time, the thesis demonstrates that the validity of 
results fundamentally depends on the quality of data sources, the appropriate selection 
of adjustment variables, rigorous model validation, and transparent interpretation of 
outcomes. The thesis also describes the direct linkage between methodological research 
and practical implementation within the Ministry of Health of the Czech Republic, the 
Health Insurance Bureau, and other institutions of the Czech healthcare system. 

Furthermore, the thesis discusses future opportunities for the development of risk-
adjusted quality indicators through standardized data models such as OMOP CDM and 
the OHDSI analytical ecosystem, which may provide the foundation for a sustainable, 
reproducible, and internationally comparable healthcare quality assessment system. 

Keywords: healthcare quality, quality indicators, outcome indicators, risk adjustment, 
case-mix, benchmarking, multivariate statistical models, binary logistic regression, Cox 
proportional hazards model, generalized linear model (GLM), OMOP CDM data model, 
OHDSI analytical ecosystem. 
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1. Úvod 
Měření kvality zdravotní péče představuje v moderním zdravotnictví vyspělých zemí 
nástroj, bez něhož nelze efektivně řídit ani zlepšovat poskytovanou péči. Již od 60. let 20. 
století, kdy Avedis Donabedian publikoval svou přelomovou práci o konceptu kvality 
zdravotní péče [1], se vyvíjí systematické přístupy k hodnocení a srovnávání výsledků 
mezi poskytovateli. Donabedianovo rozdělení – struktura, procesy a výsledky – dodnes 
představuje základní rámec pro konstrukci a interpretaci indikátorů kvality.  

Nejobtížnější metodologické problémy vznikají při konstrukci výsledkových indikátorů, 
které jsou ovlivněny nejen kvalitou péče, ale také vlastnostmi pacientského case-mixu. K 
validnímu porovnávání mezi poskytovateli je proto nezbytné provést risk adjustment, tj. 
statistickou adjustaci výsledků podle vstupních proměnných s využitím pokročilých 
multivariantních regresních modelů. Pokud by k této adjustaci nedošlo, poskytovatelé s 
horším vstupním profilem pacientů (vyšší věk, větší závažnost onemocnění) by byli 
nespravedlivě penalizováni. Snaha o seriózní risk adjustment výsledkových ukazatelů tak 
představuje jednu z největších výzev současného měření kvality zdravotní péče ve 
vyspělých zdravotnictvích světa. Správně nastavený risk adjustment umožňuje 
identifikovat skutečně nejlepší postupy v léčbě a zejména pracoviště, která přinášejí 
pacientům nejvyšší šance na přežití a co nejrychlejší návrat do běžného života. Pro 
zdravotnický systém pak risk adjustment vytváří možnost cíleně směřovat zdroje tam, kde 
mohou mít největší dopad na výsledky léčby, čímž se zvyšuje celková efektivita i 
spravedlnost poskytované péče v dané zemi. 

Důvodem, proč se risk-adjustované výsledkové indikátory začaly ve vyspělých 
zdravotnických systémech prosazovat až v nedávné době, je jejich značná 
metodologická náročnost. Jejich konstrukce vyžaduje pokročilé znalosti matematiky a 
statistiky, detailní porozumění dostupným datovým zdrojům a zároveň schopnost tyto 
postupy implementovat prostřednictvím programové automatizace. Vzhledem k 
obrovskému rozsahu dat je manuální výpočet prakticky nemožný. V českém 
zdravotnickém systému započaly první snahy o risk adjustment výsledkových ukazatelů 
s velkým zpožděním oproti zahraničním zemím teprve před několika lety. Do té doby 
neměli Ministerstvo zdravotnictví ČR, zdravotní pojišťovny, odborné společnosti, 
poskytovatelé ani pacienti informace o jakýchkoliv relevantních výsledcích jednotlivých 
zařízení.  

Tato práce popisuje podrobný postup a podstatu tvorby základních risk adjustovaných 
výsledkových indikátorů v českém zdravotnictví. Ukázky jsou demonstrovány na využití 3 
nejčastěji používaných multivariantních regresních modelů: Binární logistické regrese, 
Coxova modelu proporcionálních rizik a General linear modelu (GLM).  Pro každý ze 3 
modelů je demonstrován přesný postup tvorby risk adjustovaných indikátorů včetně 
vysvětlení možných datových či systémových nástrah při jejich tvorbě. Práce si bere za cíl 
umožnit dalším tvůrcům risk adjustovaných výsledkových indikátorů v českém 
zdravotnictví jednodušeji překlenout počáteční problémy a zvýšit tak i kvalitu v budoucnu 
vytvářených indikátorů. Součástí práce je přesná metodika výběru dat, volby potřebných 
adjustačních proměnných, sestavení potřebných multivariantních modelů a nakonec i 
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samotný odhad risk adjustovaných výsledků pro srovnání zařízení. Tvorba v práci 
demonstrovaných indikátorů probíhala v úzké spolupráci s Odborem zdravotní péče 
Ministerstva zdravotnictví ČR, Kanceláří zdravotního pojištění, Ústavem zdravotnických 
informací a statistiky a Fakultou biomedicínského inženýrství ČVUT. Jedná se tedy o 
představení systému tvorby indikátorů, který byl již částečně na státní úrovni 
implementován, a tedy i validován v systému českého zdravotnictví.  

 

1.1 Přehled současného stavu 

1.1.1 Historický vývoj využití multivariantních regresních modelů pro měření kvality 

Měření kvality zdravotní péče se v průběhu druhé poloviny 20. století stalo klíčovou 
součástí moderního zdravotnictví. Zdravotní systémy vyspělých zemí čelí dlouhodobě 
rostoucímu tlaku z hlediska efektivity, nákladů a zejména transparentnosti vůči 
pacientům a plátcům. Samotné sledování strukturálních ukazatelů, jako je počet lůžek, 
kvalifikace personálu či objem dostupných technologií, se ukázalo jako nedostatečné. 
Podobně procesní indikátory, které popisují dodržování doporučených postupů či 
guideline-based medicine, mohou pouze nepřímo vypovídat o kvalitě péče. Právě 
výsledkové indikátory – tedy mortalita, morbidita, délka přežití nebo výskyt komplikací – 
poskytují nejpřímější obraz o skutečném dopadu péče na zdraví pacientů. Jejich využívání 
je však metodologicky nejsložitější, protože výsledky nejsou určovány pouze samotnou 
péčí, ale i charakteristikami pacientů, které mohou být mezi jednotlivými poskytovateli 
významně odlišné [1,2]. Ve Spojených státech se již v 70. letech objevily první 
systematické snahy o porovnávání nemocnic podle výsledkových indikátorů. Medicare 
začalo v 80. letech zveřejňovat tzv. hospital mortality reports, v nichž byly jednotlivé 
nemocnice srovnávány na základě hrubé (neadjustované) mortality [3]. Tyto pokusy však 
vyvolaly silnou kritiku, neboť nemocnice, které přijímaly starší nebo komplikovanější 
pacienty, vykazovaly horší výsledky bez ohledu na skutečnou kvalitu péče. Kritici 
upozorňovali, že takové srovnání je zavádějící a může poškodit reputaci kvalitních 
poskytovatelů. Tento neúspěch zdůraznil nutnost vyvinout risk-adjustační metodologie, 
které by umožnily spravedlivé hodnocení. V reakci na to se začala rozvíjet první generace 
statistických modelů zohledňujících věk, pohlaví a základní diagnózy pacientů. V 90. 
letech nastal významný posun díky rozvoji výpočetní techniky a dostupnosti velkých 
administrativních databází. Americké agentury, včetně Agency for Healthcare Research 
and Quality (AHRQ), začaly vyvíjet metodologické nástroje umožňující systematickou 
analýzu dat z tisíců hospitalizací. Postupně byly zaváděny multivariantní regresní modely, 
zejména logistické regrese, které umožnily současně kontrolovat vliv více proměnných. 
Tím se zlepšila validita a interpretace výsledků a položily se základy dnešním systémům 
veřejného reportování, jakými jsou Hospital Compare nebo AHRQ Quality Indicators 
[4,5]. V Evropě se debata o výsledkových indikátorech rozvinula později, zejména v 90. 
letech, pod vlivem amerických zkušeností a rostoucího důrazu na evidence-based 
medicine. Vznikly první národní programy, např. ve Velké Británii systém NHS 
Performance Assessment Framework, který postupně zahrnul i výsledkové ukazatele. Na 
přelomu tisíciletí začala OECD rozvíjet projekt Health Care Quality Indicators (HCQI), 
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jehož cílem je vytvořit soubor mezinárodně srovnatelných ukazatelů kvality [6]. HCQI se 
stal základem pro mezinárodní benchmarking a přispěl k rozšíření metod risk-adjustace 
do většiny vyspělých zemí. 

1.1.2 Vliv case-mixu na výsledkové indikátory a potřeba jejich adjustace 

Současný trend ukazuje, že risk-adjustace prostřednictvím multivariantních regresních 
modelů je nejen nástrojem spravedlivého hodnocení poskytovatelů, ale i prostředkem k 
identifikaci prostorů pro systémové zlepšení a k posilování důvěry pacientů v 
transparentnost zdravotnictví [7]. Rozdíly v case-mixu mezi nemocnicemi mohou vést k 
výrazně odlišným výsledkům i tehdy, když je kvalita poskytované péče srovnatelná [8]. 
Typickým příkladem je mortalita: nemocnice, která léčí více polymorbidních pacientů 
vyššího věku, bude mít logicky vyšší hrubou mortalitu než zařízení, které přijímá převážně 
mladší a zdravější populaci. Bez adjustace na tyto faktory by proto porovnávání nemocnic 
vedlo k nespravedlivým závěrům, penalizovalo by poskytovatele s náročnějším 
pacientským profilem a naopak by neoprávněně zvýhodňovalo nemocnice s příznivější 
skladbou pacientů [9]. Risk-adjustace (někdy označovaná též jako case-mix adjustment) 
představuje soubor statistických metod, jejichž cílem je „vyčistit“ naměřené výsledky od 
vlivu vstupních charakteristik pacientů a ponechat pouze variabilitu, která je vysvětlitelná 
samotnou kvalitou péče [10]. Jinými slovy, risk-adjustace odpovídá na hypotetickou 
otázku: Jak by si vedli jednotliví poskytovatelé, kdyby léčili pacienty se srovnatelným 
rizikovým profilem? [11]. Takto získané standardizované výsledky umožňují serióznější 
srovnání napříč nemocnicemi, regiony či dokonce státy.  

Existují tři základní důvody, proč je risk-adjustace v moderním zdravotnictví nezbytná. 

1) jde o zajištění férovosti hodnocení. Nemocnice, které se specializují na vysoce 
rizikové pacienty (např. komplexní kardiocentra či onkologické kliniky), by byly bez 
adjustace systematicky penalizovány. Risk-adjustace tak vytváří podmínky pro 
jejich korektní srovnání [12]. 

2) risk-adjustované indikátory slouží jako základ pro benchmarking a kontinuální 
zlepšování kvality. Poskytovatelé mohou díky nim identifikovat oblasti, kde jejich 
výsledky zaostávají, a to nezávisle na složení pacientů. Tím se otevírá prostor pro 
cílené intervence a výměnu dobré praxe mezi nemocnicemi [13]. 

3) adjustované indikátory jsou nezbytné pro veřejné reportování a regulační 
mechanismy. V mnoha zemích jsou výsledky nemocnic zveřejňovány s cílem 
zvýšit transparentnost a informovat pacienty i plátce. Zároveň jsou tyto ukazatele 
propojeny s finančními incentivami – např. v USA programy pay-for-performance 
a penalizace za nadměrné rehospitalizace [14]. Bez risk-adjustace by takové 
mechanismy byly nespravedlivé a mohly by vést k negativním důsledkům, jako je 
selekce pacientů. 

Napříč vyspělými zeměmi existuje shoda, že výsledkové indikátory nelze používat bez 
adjustace. OECD ve svém projektu HCQI zdůrazňuje, že risk-adjustace je absolutní 
podmínkou pro mezinárodní srovnávání kvality zdravotní péče [4]. Podobně americké 
CMS i britské NHS podmiňují využívání výsledkových indikátorů robustní adjustační 
metodologií [5,10]. Tento konsensus vychází z empirických zkušeností: opakovaně se 
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ukázalo, že rozdíly mezi poskytovateli jsou bez adjustace nadhodnocovány a mohou vést 
k nesprávným závěrům. Adjustované indikátory naproti tomu umožňují nejen férové 
hodnocení, ale také realistické plánování zdravotní politiky na makroúrovni [17].  
1.1.3 Typy proměnných používaných při adjustaci 

Výběr proměnných, které jsou zahrnovány do risk-adjustačních modelů, závisí na typu 
indikátoru, dostupnosti dat a klinické relevanci. Nejčastěji používané proměnné zahrnují: 

• Demografické údaje: věk, pohlaví, často i socioekonomický status, který 
ovlivňuje přístup ke zdravotní péči a adherenci k léčbě. 

• Klinické charakteristiky: primární diagnóza, přítomnost komorbidit (např. podle 
Charlsonova indexu), klinická závažnost při přijetí, urgentnost hospitalizace. 

• Historie zdravotní péče: předchozí hospitalizace, medikace, předchozí 
komplikace. 

• Organizační faktory: například urgentní vs. plánovaný vstup do nemocnice, 
způsob přijetí pacienta, denní doba či dostupnost specializovaných služeb [15]. 

V ideálním případě by model měl zahrnovat proměnné, které významně ovlivňují 
výsledek, ale nejsou přímo ovlivnitelné kvalitou poskytované péče (tzv. „fair adjusters“). 
Naopak proměnné, které jsou součástí samotného procesu péče, by do modelu 
zahrnovány být neměly, aby nedošlo k maskování skutečných rozdílů v kvalitě [16]. 

1.1.4 Typy multivariantních regresních modelů 

Logistická regrese 

Logistická regrese představuje základní a nejčastěji používaný statistický nástroj pro 
modelování binárních výsledků. Typickými příklady jsou mortalita (úmrtí vs. přežití), 
výskyt komplikace (ano/ne) nebo rehospitalizace do 30 dnů (ano/ne). Její výhodou je 
relativní jednoduchost, interpretovatelnost a schopnost simultánně analyzovat vliv 
velkého počtu prediktorů. Model předpokládá, že logaritmus poměru pravděpodobnosti 
výskytu a nevýskytu události (tzv. logit) je lineární funkcí vstupních proměnných. Tento 
přístup umožňuje získat odds ratia, která vyjadřují relativní změnu šance na výsledek 
spojenou s jednotkovou změnou prediktoru. Logistická regrese se stala standardem pro 
risk-adjustaci mortality i komplikací v mnoha zemích. Například Hospital Standardised 
Mortality Ratio (HSMR) ve Velké Británii i Summary Hospital-level Mortality Indicator 
(SHMI) jsou založeny na logistické regresi, která zohledňuje demografické a klinické 
faktory pacientů [10,11]. V USA využívají logistickou regresi k výpočtu očekávaných 
výsledků také AHRQ Quality Indicators a mnoho programů Medicare [9,12]. 

Klasická logistická regrese předpokládá, že všechna pozorování jsou nezávislá. Ve 
zdravotnických datech však pacienti bývají vnořeni v nemocnicích a nemocnice v 
regionech. To znamená, že výsledky pacientů z jedné nemocnice mohou být více 
podobné než výsledky pacientů z nemocnic jiných. Tento fakt narušuje předpoklad 
nezávislosti a může vést ke zkresleným odhadům. Proto se u velkých databází, jaké 
používá například americké Centers for Medicare & Medicaid Services (CMS), standardně 
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využívají hierarchické logistické modely [12]. Tyto modely zahrnují náhodné efekty pro 
nemocnice a tím zohledňují vnořenou strukturu dat. Díky tomu lze odhadnout nejen 
individuální riziko pro pacienta, ale i „nemocniční efekt“, což umožňuje férovější srovnání 
mezi poskytovateli. 

Coxův model proporcionálních rizik 

Pokud je cílem analýzy čas do určité události, typicky čas do úmrtí, čas do rehospitalizace 
nebo čas do komplikace, používá se Coxův model proporcionálních rizik. Základním 
interpretačním výstupem je hazard ratio (HR), tedy poměr rizik mezi dvěma skupinami 
pacientů s odlišnými hodnotami prediktorů [13]. Coxův model je často využíván v 
onkologii pro hodnocení přežití, v kardiologii (např. po infarktu myokardu) nebo v 
neurologii (přežití po cévní mozkové příhodě). Ve skandinávských zemích se tento model 
stal standardem v populačních registrech rakoviny, kde se používá pro srovnání 
regionálních výsledků a mezinárodní benchmarking [14]. Jeho hlavní výhodou je 
schopnost efektivně pracovat s cenzorovanými daty, což je v medicíně běžná situace, kdy 
ne u všech pacientů dojde ke sledované události během doby sledování. 

Zobecněné lineární modely (GLM) 

Kromě binárních a časových výsledků je nutné analyzovat také spojité a početní 
proměnné. Typickými příklady jsou délka hospitalizace, počet dnů na intenzivní péči, 
počet rehospitalizací nebo náklady na léčbu. Zde se využívají zobecněné lineární modely 
(GLM), které rozšiřují klasickou lineární regresi o možnost modelovat proměnné s různými 
rozděleními. Pro spojité proměnné lze použít model s normálním rozdělením, pro početní 
údaje model Poissonův, a v případě overdisperze (kdy je variabilita vyšší než průměr) se 
využívá negativně binomická regrese [15]. Například v rámci projektu EuroHOPE, který 
porovnával výsledky péče o infarkt myokardu, cévní mozkovou příhodu a další 
onemocnění napříč evropskými zeměmi, byly použity GLM s negativně binomickým 
rozdělením pro modelování délky hospitalizace [16]. Tyto modely umožnily spravedlivé 
srovnání mezi zeměmi s odlišnými strukturami pacientů i rozdílnými organizacemi péče. 

Rozšířené přístupy 

Vedle tradičních multivariantních regresních metod se stále častěji objevují rozšířené a 
alternativní přístupy, které reagují na limity klasických modelů. Bayesovské hierarchické 
modely jsou například vhodné v situacích, kdy jsou počty pacientů v jednotlivých 
nemocnicích malé. Bayesovské přístupy umožňují tzv. „borrow strength“ – sdílení 
informace napříč poskytovateli, což stabilizuje odhady a snižuje riziko extrémních hodnot 
u malých nemocnic [17]. Další skupinou jsou penalizované regresní metody, jako je ridge 
regression nebo lasso regression, které dokáží zvládnout velký počet prediktorů a 
zároveň minimalizovat riziko „přeparametrizace“ modelu [18]. V posledních letech se 
zkoumá i aplikace metod strojového učení, například random forests, gradient boosting 
nebo neuronové sítě [19]. Tyto metody mohou mít vyšší prediktivní přesnost, avšak často 
postrádají interpretovatelnost, která je v kontextu veřejného reportování a zdravotní 
politiky nezbytná. Proto se v současnosti strojové učení využívá spíše experimentálně, 
zatímco regresní modely zůstávají standardem.  
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1.1.5 Výpočet standardizovaných ukazatelů 

Koncept standardizace výsledků 

Po sestavení a odhadnutí regresních modelů je dalším krokem transformace jejich 
výsledků do podoby standardizovaných ukazatelů kvality, které lze přímo využít pro 
srovnávání poskytovatelů. Základní myšlenkou standardizace je převést hrubé výsledky 
na hodnoty, které zohledňují rozdíly v pacientském case-mixu. To znamená, že 
nemocnice s náročnější skladbou pacientů má výsledky korigované tak, aby bylo možné 
její výkon korektně srovnat s nemocnicí, která pečuje o méně rizikové pacienty [8]. 
Standardizované ukazatele se proto staly stěžejním nástrojem benchmarkingových 
systémů v USA, Velké Británii, Nizozemsku, Německu či Skandinávii a zároveň slouží jako 
klíčové podklady pro veřejné reportování a finanční regulaci [9]. 

Standardizovaný mortalitní poměr (SMR) 

Jedním z nejpoužívanějších ukazatelů je standardizovaný mortalitní poměr (SMR, 
Standardised Mortality Ratio). Vypočítává se jako poměr skutečně pozorovaných úmrtí 
(O) k počtu očekávaných úmrtí (E), které jsou predikovány regresním modelem: 

 

𝑆𝑀𝑅 =  
𝑂

𝐸
=  

∑ 𝑌𝑖
𝑛
𝑖=1

∑ 𝑌𝑖̂
𝑛
𝑖=1

  

kde O = ∑ 𝑌𝑖
𝑛
𝑖=1  je skutečný počet úmrtí, zatímco E = ∑ 𝑌𝑖̂

𝑛
𝑖=1   je očekávaný počet úmrtí 

predikovaný modelem [10]. Pokud je hodnota SMR > 1, znamená to, že nemocnice 
zaznamenala vyšší než očekávanou mortalitu, zatímco hodnota < 1 indikuje lepší než 
očekávané výsledky. Tento ukazatel se používá například v NHS (Velká Británie), kde se 
výsledky nemocnic zveřejňují a slouží k monitorování kvality. V Nizozemsku je SMR 
dokonce povinným indikátorem od roku 2014 [11]. SMR má velkou výhodu v 
jednoduchosti a snadné komunikovatelnosti směrem k odborné i laické veřejnosti. 
Zároveň však podléhá kritikám – zejména proto, že může být citlivý na kvalitu kódování 
diagnóz a výběr proměnných v modelu [12]. 

 

Risk-standardizovaná mortalita v USA (RSMR) 

V americkém systému Medicare se používá poněkud odlišný přístup, označovaný jako 
risk-standardized mortality rate (RSMR). Tento ukazatel je definován jako poměr 
predikovaných a očekávaných úmrtí, který je následně vynásoben průměrnou národní 
mortalitou. Formálně tedy: 

𝑅𝑆𝑀𝑅 =  
𝑃𝑟𝑒𝑑𝑖𝑘𝑜𝑣𝑎𝑛á 𝑚𝑜𝑟𝑡𝑎𝑙𝑖𝑡𝑎 𝑛𝑒𝑚𝑜𝑐𝑛𝑖𝑐𝑒

𝑂č𝑒𝑘á𝑣𝑎𝑛á 𝑚𝑜𝑟𝑡𝑎𝑙𝑖𝑡𝑎 𝑛𝑒𝑚𝑜𝑐𝑛𝑖𝑐𝑒
 .  𝑁á𝑟𝑜𝑑𝑛í 𝑝𝑟ů𝑚ě𝑟   

[13]. Tento postup zajišťuje, že ukazatele jednotlivých nemocnic lze přímo porovnávat a 
zároveň jsou kalibrovány vůči celonárodnímu standardu. Používají se zejména pro 
30denní mortalitu po akutním infarktu myokardu, srdečním selhání, cévní mozkové 
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příhodě a pneumonii. Modely, které tyto ukazatele vytvářejí, jsou hierarchické logistické 
regrese zahrnující široké spektrum demografických a klinických proměnných. Hodnoty 
RSMR jsou následně veřejně publikovány na portálu Hospital Compare a mají přímý 
dopad na reputaci i financování nemocnic [14]. 

Risk-standardizované míry rehospitalizací (RSRR) 

Podobným způsobem jako mortalita se standardizují i míry rehospitalizací do 30 dnů, 
známé jako risk-standardized readmission rates (RSRR). Tyto ukazatele jsou klíčovou 
součástí amerického programu Hospital Readmissions Reduction Program (HRRP), který 
penalizuje nemocnice s nadměrným počtem rehospitalizací [15]. Rehospitalizace jsou 
totiž vnímány jako indikátor efektivity péče – vysoké hodnoty mohou znamenat 
nedostatečnou péči při propuštění, špatnou koordinaci následné péče či neoptimální 
ambulantní dohled. Modely pro výpočet RSRR jsou podobné jako u mortality: jde o 
hierarchické logistické regrese, které zahrnují desítky proměnných popisujících 
demografii, komorbidity a průběh hospitalizace. Zveřejňované ukazatele tak umožňují 
porovnávat nemocnice bez ohledu na rozdíly v case-mixu [16]. 

Standardizace komplikací a bezpečnostních ukazatelů 

Vedle mortality a rehospitalizací se standardizují také indikátory komplikací a 
bezpečnosti péče. Patří sem například výskyt nozokomiálních infekcí, dekubitů, pádů 
pacientů, pooperačních komplikací nebo selhání specifických chirurgických výkonů. V 
USA je součástí systému AHRQ Patient Safety Indicators (PSI), který využívá regresní 
modely k odhadu očekávaných počtů komplikací [17]. V Evropě byly podobné přístupy 
použity například v Německu při vývoji adjustovaných indikátorů pro léčbu sepse [18]. 
Standardizace těchto ukazatelů je složitější než u mortality, protože komplikace mohou 
být ovlivněny nejen case-mixem, ale i rozdíly v diagnostice a vykazování. Přesto jsou tyto 
indikátory důležité, neboť poskytují přímou zpětnou vazbu o bezpečnosti péče a jejích 
slabých místech. 

Výhody a limity standardizovaných ukazatelů 

Výpočet standardizovaných ukazatelů přináší zásadní zlepšení validity hodnocení kvality. 
Umožňuje seriózní srovnání poskytovatelů, poskytuje plátcům a regulátorům objektivní 
podklad pro rozhodování a zvyšuje transparentnost směrem k pacientům. Nicméně tyto 
ukazatele mají i své limity. Jejich výsledná hodnota je citlivá na výběr prediktorů v modelu, 
kvalitu a úplnost dat a také na samotnou definici ukazatele. Například různé varianty SMR 
mohou dávat odlišné výsledky podle toho, které diagnózy a proměnné jsou zahrnuty [12]. 
Další výzvou je interpretace: vysoké hodnoty standardizovaného ukazatele sice 
signalizují problém, ale nevypovídají o jeho konkrétních příčinách. Proto se doporučuje 
používat je spíše jako screeningový nástroj, který identifikuje podezřelé nemocnice či 
procesy, jež vyžadují hlubší audit nebo klinické šetření [19]. 
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1.1.6 Validace modelů 

Význam validace v kontextu risk-adjustace 

Jakmile je vytvořen risk-adjustační model, jeho úspěšné použití v hodnocení kvality péče 
závisí na schopnosti přesně a spolehlivě predikovat výsledky. Validace modelu je proto 
klíčovým krokem, bez něhož nelze výsledky považovat za důvěryhodné. Cílem validace je 
ověřit, zda model nejen dobře funguje na tréninkových datech, ale zda je zároveň 
použitelný i v jiných populacích, nemocnicích či časových obdobích. Nedostatečně 
validovaný model by mohl vést k chybným závěrům o kvalitě péče a nespravedlivě ovlivnit 
reputaci či financování jednotlivých poskytovatelů [20]. V klinické praxi je navíc nezbytné, 
aby predikce modelu byla srozumitelná a interpretovatelná – to vyžaduje, aby byla 
posouzena jak kalibrace modelu, tak jeho diskriminační schopnost. 

Kalibrace 

Kalibrace popisuje míru shody mezi predikovanými a skutečně pozorovanými výsledky. 
Dobře kalibrovaný model predikuje například mortalitu 10 % u skupiny pacientů, kde 
skutečně přibližně 1 z 10 zemře. K posouzení kalibrace se využívají jak statistické testy, 
tak grafické metody. Nejpoužívanějším testem je Hosmer-Lemeshowův goodness-of-fit 
test, který rozděluje pacienty do decilů podle predikovaného rizika a porovnává 
očekávaný a skutečný počet událostí v každé skupině [21]. Pokud se tyto počty významně 
liší, model je špatně kalibrován. U rozsáhlých datových souborů však bývá tento test příliš 
citlivý a proto se v praxi doporučuje využívat také kalibrační grafy, které vizualizují rozdíl 
mezi predikovaným a skutečným rizikem. Dobrá kalibrace je obzvlášť důležitá pro férové 
porovnávání nemocnic, protože špatně kalibrovaný model může systematicky 
podhodnocovat nebo nadhodnocovat výsledky u určitých typů pacientů. 

Diskriminační schopnost 

Diskriminace se vztahuje k tomu, jak dobře je model schopen odlišit pacienty s událostí 
od pacientů bez události. Nejčastěji se používá ROC křivka (Receiver Operating 
Characteristic curve) a plocha pod křivkou (AUC, Area Under the Curve, známá také jako 
C-statistika) [22]. Hodnota AUC = 0,5 znamená, že model nediskriminuje lépe než 
náhoda, zatímco hodnota 1,0 představuje perfektní diskriminaci. V kontextu klinických 
predikčních modelů se za přijatelné považuje AUC > 0,70 a za vynikající > 0,80. Například 
modely pro predikci 30denní mortality po infarktu myokardu používané v americkém 
Medicare vykazují AUC kolem 0,75, což je považováno za solidní výsledek [23]. 
Diskriminační schopnost má pro praktické použití zásadní význam, protože určuje, zda je 
model schopen efektivně rozlišit pacienty s vyšším a nižším rizikem. 

Externí validace 

Dalším klíčovým krokem je externí validace. Zatímco kalibrace a diskriminace se hodnotí 
primárně na tréninkových nebo vnitřně rozdělených datech (tzv. internal validation), 
externí validace ověřuje model na nezávislém souboru pacientů, ideálně z jiné 
nemocnice, regionu nebo dokonce země [24]. Tím se testuje, zda je model 
generalizovatelný a zda si udržuje svou prediktivní schopnost v odlišných podmínkách. 
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Externí validace je zásadní zejména pro mezinárodní benchmarking – například projekt 
EuroHOPE validoval své modely mortality a délky hospitalizace po infarktu myokardu a 
cévní mozkové příhodě napříč sedmi evropskými zeměmi [25]. Výsledky ukázaly, že i když 
modely fungují obecně dobře, mohou vykazovat odlišnou výkonnost v závislosti na 
dostupnosti proměnných a specifikách národních databází. To zdůrazňuje nutnost 
lokální kalibrace modelů při implementaci v novém prostředí. 

Robustnost a odolnost vůči zkreslení 

Vedle kalibrace a diskriminace je důležité posuzovat i robustnost modelu. Ta se vztahuje 
k odolnosti odhadů vůči specifickým statistickým problémům, jako je multikolinearita 
(silná korelace mezi prediktory), nevhodná specifikace funkční formy proměnných nebo 
přítomnost interakcí mezi nimi. Multikolinearita může vést k nestabilním odhadům 
regresních koeficientů a ztížit interpretaci modelu. Z tohoto důvodu se doporučuje 
pravidelně kontrolovat korelační matice prediktorů a u vysoce korelovaných proměnných 
volit redukci (např. kompozitní indexy). Interakce mezi proměnnými (např. odlišný vliv 
věku na mortalitu u mužů a žen) mohou vyžadovat zavedení interakčních členů do 
modelu. Robustní model by měl být schopen poskytnout stabilní a interpretovatelné 
výsledky i v přítomnosti těchto komplikací [26]. 

Shrnutí přístupu k validaci 

Validace modelů představuje nedílnou součást celého procesu tvorby 
standardizovaných ukazatelů. Zajišťuje, že výsledky nejsou pouze statistickým výstupem, 
ale skutečně reflektují kvalitu poskytované péče. V praxi se doporučuje kombinovat více 
validačních přístupů – testovat kalibraci i diskriminaci, provádět interní i externí validaci 
a posuzovat robustnost vůči specifickým statistickým problémům. Mezinárodní 
doporučení, včetně metodik OECD, považují tuto komplexní validaci za podmínku 
nezbytnou pro použití modelů v rámci veřejného reportování a regulatorních 
mechanismů [4,13].  
1.1.7 Současný stav řešené problematiky  

Velká Británie (NHS) 

Velká Británie patří mezi průkopníky systematického využívání risk-adjustovaných 
indikátorů. Již od 90. let se v rámci NHS implementoval Hospital Standardised Mortality 
Ratio index (HSMR), který využívá logistickou regresi pro odhad očekávané mortality po 
adjustaci na věk, pohlaví, diagnózu, komorbidity a urgentnost přijetí [27]. Tento ukazatel 
se stal základem pro veřejné hodnocení nemocnic a přispěl k větší transparentnosti 
zdravotnického systému. Později byl nahrazen komplexnějším indikátorem Summary 
Hospital-level Mortality Indicator (SHMI), jenž zahrnuje i úmrtí do 30 dnů po propuštění 
[28]. SHMI je publikován pravidelně a slouží k monitorování kvality napříč NHS. Kromě 
mortality se využívají regresní modely také v National Clinical Audit Programme, kde se 
pro vybrané diagnózy (např. infarkt myokardu, CMP, chirurgické výkony) odhadují risk-
adjustované výsledky. Tyto audity ukazují, že kombinace logistické regrese a Coxova 
modelu přežití umožňuje férovější hodnocení nemocnic a identifikaci oblastí pro 
zlepšení. 
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Nizozemsko 

V Nizozemsku byl v roce 2014 zaveden povinný systém HSMR pro všechny nemocnice, 
který se stal standardizovaným ukazatelem pro veřejnou kontrolu kvality. Používá se 
logistická regrese, která zahrnuje širokou škálu proměnných, včetně věku, pohlaví, 
komorbidit a urgentnosti přijetí [29]. Systém se opírá o kvalitní administrativní data a je 
pravidelně aktualizován. Zároveň se zde rozvíjejí klinické registry, z nichž 
nejvýznamnějším příkladem je Dutch Surgical Colorectal Audit (DSCA). Tento audit 
využívá detailní klinická data a sofistikované regresní modely k hodnocení mortality, 
pooperačních komplikací a délky hospitalizace [30]. Publikace výsledků DSCA měla 
přímý vliv na zlepšení kvality péče a je často uváděna jako důkaz, že transparentní 
benchmarking spojený s risk-adjustací vede ke klinickému pokroku. 

Německo 

Německý systém hodnocení kvality je založen na kombinaci povinného externího 
hodnocení a využívání administrativních dat. Risk-adjustované ukazatele, zejména 
standardizovaná mortalita (SMR), se zde počítají pomocí logistických regresních modelů 
[31]. Od roku 2017 je implementován projekt Qualitätssicherung mit Routinedaten (QSR), 
který hodnotí komplikace, rehospitalizace a mortalitu prostřednictvím multivariantních 
regresních modelů [32]. Německý přístup je více orientován na vnitřní zlepšování kvality 
než na veřejné reportování, nicméně výsledky jsou k dispozici odborné veřejnosti a 
zdravotnickým zařízením. Velkým tématem zůstává zajištění jednotnosti a spolehlivosti 
dat mezi jednotlivými regiony a nemocnicemi, což zásadně ovlivňuje přesnost risk-
adjustace. 

Skandinávské země 

Skandinávské státy jsou známé svou dlouhou tradicí klinických registrů a jejich 
propojením se systémem hodnocení kvality. Ve Švédsku patří k nejcitovanějším 
registrům SWEDEHEART, který sleduje pacienty s akutními koronárními syndromy a 
využívá logistickou i Coxovu regresi k hodnocení mortality a komplikací [33]. Podobně 
registr Riksstroke používá risk-adjustované ukazatele pro mortalitu a funkční výsledky po 
CMP, s adjustací na věk, pohlaví, závažnost onemocnění a komorbidity [34]. Tyto registry 
umožňují detailní benchmarking nemocnic i sledování dlouhodobých trendů. V Dánsku 
je risk-adjustace integrální součástí Národního klinického programu kvality, který pokrývá 
desítky diagnóz a výkonů. Skandinávský model bývá označován jako příklad ideální 
synergie mezi kvalitními klinickými daty a pokročilou statistickou metodologií. 

Spojené státy americké 

USA mají nejrozvinutější systém risk-adjustovaných indikátorů, který hraje zásadní roli v 
hodnocení i financování zdravotní péče. Centers for Medicare & Medicaid Services (CMS) 
od roku 2007 zveřejňují risk-standardized mortality rates (RSMR) a risk-standardized 
readmission rates (RSRR) pro klíčové diagnózy (infarkt myokardu, srdeční selhání, 
pneumonie, CMP) [13]. Používají se hierarchické logistické modely, které umožňují 
zohlednit vnořenou strukturu dat (pacienti v nemocnicích). Výsledky jsou publikovány na 
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portálu Hospital Compare a slouží jako základ pro programy pay-for-performance, včetně 
finančních sankcí a bonusů [14]. Vedle CMS mají důležitou roli i AHRQ Quality Indicators 
(QI), které zahrnují širokou škálu risk-adjustovaných ukazatelů kvality a bezpečnosti 
péče. Americký systém ukazuje, že multivariantní modely lze úspěšně využívat pro 
transparentní benchmarking i jako nástroj ekonomických incentiv. 

Kanada 

V Kanadě zajišťuje hodnocení kvality Canadian Institute for Health Information (CIHI). Od 
roku 2007 publikuje HSMR, který využívá logistickou regresi a adjustuje na věk, pohlaví, 
diagnózu a komorbidity [36]. CIHI dále vyvíjí risk-adjustované ukazatele bezpečnosti 
pacientů, včetně komplikací po chirurgických výkonech, infekcí a úrazů během 
hospitalizace [37]. Kanadský model je specifický silným důrazem na provincionální 
srovnávání a kombinací veřejného reportování pro pacienty s podrobnými podklady pro 
zdravotnická zařízení. V poslední době se diskutuje o zahrnutí socioekonomických 
faktorů do modelů, aby indikátory lépe reflektovaly regionální nerovnosti ve zdraví a 
dostupnosti péče. 

Austrálie 

Austrálie prostřednictvím Australian Institute of Health and Welfare (AIHW) publikuje 
risk-adjustované ukazatele mortality a komplikací po hospitalizaci. Používají se logistické 
regresní modely s adjustací na věk, pohlaví a komorbidity [38]. Klíčovým pilířem jsou 
Australian National Clinical Quality Registries, které zahrnují řadu diagnóz a výkonů 
(např. kardiochirurgie, onkologie). Tyto registry používají jak logistické modely, tak 
Coxovu regresi pro analýzu přežití [39]. Austrálie rovněž aktivně spolupracuje s OECD na 
harmonizaci metodiky a zajištění mezinárodní srovnatelnosti. Postupně se rozvíjí i 
využívání elektronických zdravotních záznamů a dat z primární péče, což umožňuje 
sofistikovanější risk-adjustaci. 

Česká republika 

V České republice se využívání multivariantních regresních modelů pro výpočet 
standardizovaných ukazatelů kvality rozvíjelo postupně. Historicky dominovaly spíše 
strukturální indikátory (počty výkonů). V posledních letech se začaly objevovat s velkým 
zpožděním za zahraničím systematičtější snahy o hodnocení výsledků pomocí risk-
adjustovaných výsledkových indikátorů. Od roku 2020 je Kanceláří zdravotního pojištění 
rozvíjen projekt „Národní sada indikátorů kvality zdravotní péče“, jehož cílem je vytvořit 
jednotný rámec pro hodnocení kvality napříč obory a implementovat risk-adjustované 
ukazatele na národní úrovni [42]. Významnou roli hrají projekty zaměřené na 
benchmarking center vysoce specializované péče – Komplexní a iktová 
cerebrovaskulární centra, Kardiologická centra a Onkologická centra. Při tvorbě 
indikátorů kvality se v České republice silně uplatňují také klinické registry – např. 
Národní onkologický registr (NOR), registr RES-Q (cévní mozkové příhody) a registr ReMuS 
(roztroušená skleróza). Důležitým datovým zdrojem jsou národní zdravotnické registry 
spravované ÚZIS ČR. 
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Česká republika tedy zatím nedosáhla plné úrovně systematičnosti jako UK či USA, ale 
trend je zřejmý: risk-adjustace se stává nedílnou součástí hodnocení kvality péče, 
zejména v souvislosti s certifikací specializovaných center a jejich benchmarkingem. 
Klíčovou výzvou zůstává kvalita kódování, dostupnost klinických proměnných a propojení 
datových zdrojů, avšak současné projekty ukazují potenciál rychlého rozvoje v 
nadcházejících letech. V posledních letech se vývoj risk-adjustovaných modelů 
akceleroval spoluprací státních institucí (Ministerstvo zdravotnictví, Kancelář 
zdravotního pojištění, ÚZIS) s akademickou sférou (Fakulta biomedicínského inženýrství 
ČVUT a další). 

Mezinárodních iniciativy  

Na mezinárodní úrovni hraje zásadní roli OECD Health Care Quality Indicators (HCQI) 
Project, který vyvíjí srovnatelné indikátory kvality mezi členskými zeměmi. V rámci tohoto 
projektu je risk-adjustace považována za nezbytnou podmínku a doporučuje se využívání 
multivariantních regresních modelů pro mortalitu (např. po infarktu myokardu a CMP), 
rehospitalizace a komplikace [4]. V Evropské unii se realizoval například projekt 
EuroHOPE, který porovnával výsledky léčby vybraných onemocnění v sedmi zemích a 
využíval GLM a Coxovy modely k výpočtu standardizovaných ukazatelů [16]. Další 
iniciativou byl ECHO (European Collaboration for Healthcare Optimization), který 
využíval risk-adjustované indikátory k identifikaci regionálních rozdílů v kvalitě a efektivitě 
péče [40]. Tyto projekty ukazují, že metodologický rámec je v zásadě sdílený napříč 
zeměmi OECD, i když konkrétní implementace se liší podle dostupnosti dat a organizační 
struktury zdravotnictví.  
1.1.8 Metodologické výzvy a kontroverze 

Kvalita a úplnost dat 

Jednou z největších metodologických výzev při konstrukci risk-adjustovaných indikátorů 
je kvalita vstupních dat. Ve vyspělých zemích se využívají zejména administrativní 
databáze a klinické registry, které se však výrazně liší svou úplností, strukturou i přesností 
[43]. Administrativní data mají výhodu širokého pokrytí populace a dostupnosti, ale často 
postrádají detailní klinické proměnné, jako je závažnost onemocnění či laboratorní 
hodnoty. Naopak klinické registry poskytují bohatší klinický kontext, ale bývají omezeny 
na vybrané diagnózy nebo regiony. Nedostatečná kvalita dat může vést k systematickému 
zkreslení modelů – například podhodnocení komorbidit způsobuje, že poskytovatelé s 
komplexnějšími pacienty mohou vypadat nespravedlivě hůře. Proto se v mnoha zemích 
zdůrazňuje nutnost zlepšit standardizaci kódování a integraci datových zdrojů. 

Výběr a specifikace proměnných 

Dalším zásadním metodologickým problémem je otázka, které proměnné zahrnout do 
modelu a jak je specifikovat. Zahrnutí příliš mnoha proměnných může vést k přeučení 
modelu (overfitting), zatímco jejich nedostatek zvyšuje riziko zkreslení (omitted variable 
bias) [44]. Kontroverze vyvolává také zahrnutí socioekonomických faktorů, jako je 
vzdělání, příjem nebo etnicita. Na jedné straně může jejich zapojení zvýšit kvalitu 
srovnání, protože odráží vliv faktorů mimo kontrolu poskytovatelů. Na druhé straně ale 
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existuje obava, že by adjustace na tyto proměnné mohla oslabit motivaci poskytovatelů 
ke snižování nerovností ve zdraví [45]. Metodologicky komplikovaná je rovněž volba 
funkční formy proměnných (lineární vs. nelineární vztahy, interakce), která může zásadně 
ovlivnit výsledky modelu. 

Volba typu modelu 

Přestože jsou logistická regrese, Coxovy modely a GLM standardem, v praxi vyvstávají 
otázky, zda tyto relativně tradiční metody postačují. Kritici upozorňují, že klinická data 
jsou často nelineární, obsahují složité interakce a mohou mít hierarchickou strukturu 
(pacienti v nemocnicích, nemocnice v regionech). Proto se diskutuje o vhodnosti 
pokročilejších metod, jako jsou hierarchické (multilevel) modely nebo moderní přístupy 
strojového učení [46]. Hierarchické modely zlepšují férovost srovnání tím, že odlišují vliv 
nemocnice od vlivu individuálních pacientských charakteristik. Nicméně jejich 
interpretace je složitější a výsledky méně srozumitelné pro klinickou praxi. Využití metod 
strojového učení (random forests, gradient boosting, neurální sítě) se ukazuje jako slibné 
z hlediska predikční přesnosti, avšak naráží na problém „černé skříňky“, kdy jsou 
výsledky obtížně interpretovatelné, a tudíž problematické pro veřejné reportování. 

Kalibrace vs. diskriminace 

Další kontroverzí je otázka, zda je pro hodnocení modelu důležitější jeho kalibrace, nebo 
diskriminační schopnost. V literatuře je dobře zdokumentováno, že model může být 
vysoce diskriminační (dobře odlišuje rizikové pacienty), ale přitom špatně kalibrovaný 
(systematicky podhodnocuje nebo nadhodnocuje riziko v určitých podskupinách) [47]. V 
kontextu veřejného reportování a regulace je však kalibrace obvykle považována za 
zásadnější, protože bez ní mohou být nemocnice hodnoceny nespravedlivě. Pro klinické 
rozhodování na úrovni jednotlivých pacientů má naopak velký význam diskriminace. Tato 
dichotomie ukazuje, že při vývoji modelů je třeba vyvažovat oba aspekty a často používat 
více metrik validace. 

Externí validace a přenositelnost 

Externí validace patří k nejčastěji opomíjeným, ale přitom nejdůležitějším krokům při 
tvorbě modelů. Model vyvinutý v jedné zemi či regionu nemusí fungovat v jiném kontextu 
kvůli rozdílům v populaci, praxi poskytovatelů či datových zdrojích [48]. Například modely 
používané v USA (CMS) vykazují nižší výkonnost při aplikaci v evropských zemích, kde jsou 
rozdíly v organizaci péče i v definicích kódovaných diagnóz. To vyvolává otázku, zda je 
vhodné importovat zahraniční modely, nebo je lepší vyvíjet národní varianty. OECD ve 
svých projektech doporučuje kombinaci obou přístupů: harmonizaci základních 
indikátorů, ale současně kalibraci a validaci modelů na lokálních datech. 

Interpretace výsledků a komunikace 

Dalším sporným bodem je interpretace a komunikace výsledků. I dobře zkonstruovaný a 
validovaný model může vést k chybným závěrům, pokud nejsou jeho výsledky správně 
vysvětleny. Přitom je známo, že rozdíly v ukazatelích mohou odrážet nejen kvalitu péče, 
ale i faktory spojené s regionální epidemiologií či socioekonomickým prostředím [49]. 
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Klíčovou výzvou je tedy najít rovnováhu mezi transparentností a správnou interpretací – 
nemocnice by měly mít možnost vysvětlit své výsledky v kontextu, zatímco veřejnost musí 
dostat jasné a srozumitelné informace. 

Politické a etické aspekty 

Používání risk-adjustovaných indikátorů není pouze technickou otázkou, ale má i 
významné politické a etické dimenze. Na jedné straně podporuje férovější hodnocení a 
umožňuje regulatorním institucím cílit na poskytovatele s nízkou kvalitou péče. Na straně 
druhé může vést k nežádoucím důsledkům, jako je tzv. gaming – tedy úprava kódování 
diagnóz či selekce pacientů tak, aby nemocnice vykazovala lepší výsledky [50]. Etickým 
dilematem je i to, zda má být adjustováno na socioekonomické determinanty.  
1.1.9 Budoucí trendy a nové metodologické přístupy 

Využití strojového učení a umělé inteligence 

Tradiční regresní modely, jako je logistická regrese nebo Coxův model, mají silnou oporu 
ve statistické teorii a jsou dobře interpretovatelné, avšak jejich schopnost zachytit složité 
nelineární vztahy a interakce je omezená. Proto se v posledních letech zvyšuje zájem o 
využití strojového učení (machine learning, ML) a umělé inteligence (AI) [51]. Metody jako 
random forests, gradient boosting, support vector machines či neurální sítě vykazují 
často vyšší predikční přesnost než klasické regresní modely, zejména při práci s velkými 
a komplexními datovými soubory. Tyto metody umožňují zachytit nelinearity, interakce i 
vysokou dimenzionalitu dat bez nutnosti explicitní specifikace. Problémem zůstává jejich 
nízká transparentnost (tzv. black box), což komplikuje jejich využití v regulaci a veřejném 
reportingu. Výzvou budoucnosti je proto kombinace predikční síly ML s 
interpretovatelností tradičních modelů – například pomocí technik jako SHAP values 
nebo LIME, které vysvětlují příspěvek jednotlivých proměnných k predikci. 

Integrace big data a elektronických zdravotních záznamů 

Rychlý rozvoj elektronických zdravotních záznamů (EHRs) a dalších zdrojů „big data“ 
otevírá možnost budovat sofistikovanější modely pro hodnocení kvality péče [52]. Na 
rozdíl od administrativních databází umožňují EHR zahrnout klinické proměnné, 
laboratorní výsledky, obrazová data či detailní informace o farmakoterapii. To zvyšuje 
přesnost risk-adjustace a umožňuje vytvářet individuálněji kalibrované modely. V 
některých zemích (např. ve Skandinávii) se již daří propojit registry s EHR, což poskytuje 
výjimečně bohatou datovou základnu. Výzvou je standardizace formátů dat, 
interoperabilita mezi systémy a zajištění ochrany soukromí pacientů. Do budoucna se 
očekává, že využití big data umožní nejen lepší benchmarking poskytovatelů, ale i real-
time monitoring kvality péče. 

Individualizovaná predikce a personalizovaná medicína 

Dalším trendem je posun od agregovaných indikátorů (např. nemocnice jako celek) 
směrem k individualizované predikci rizik na úrovni jednotlivých pacientů. Takto 
konstruované modely mohou sloužit nejen pro benchmarking nemocnic, ale i pro klinické 
rozhodování a personalizovanou medicínu [53]. Například místo průměrné 30denní 
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mortality v nemocnici lze hodnotit, zda konkrétní pacient dostává léčbu adekvátní 
vzhledem k predikovanému riziku na základě jeho osobního profilu. Tento přístup může 
propojit svět hodnocení kvality s klinickou praxí a posílit motivaci ke zlepšování péče na 
individuální úrovni. Z metodologického hlediska to vyžaduje detailní data a dynamické 
modely schopné přizpůsobovat se změnám v klinické praxi. 

Kombinace regresních a simulačních modelů 

Zajímavým směrem je kombinace regresních modelů s mikrosimulačními či 
systémovými modely, které umožňují simulovat dlouhodobé dopady intervencí nebo 
organizačních změn [54]. Například Coxovy modely přežití lze využít pro odhad 
přechodových pravděpodobností v simulačních modelech, které pak predikují 
dlouhodobé přežití či náklady spojené s léčbou. Tento přístup má velký potenciál v oblasti 
health technology assessment (HTA) a v plánování kapacit zdravotní péče. 

Standardizace a harmonizace na mezinárodní úrovni 

V globalizovaném světě je rostoucí důraz kladen na mezinárodní srovnatelnost indikátorů 
kvality. OECD prostřednictvím projektu HCQI a EU prostřednictvím iniciativ jako 
EuroHOPE či ECHO prosazují harmonizaci metodiky [16,40]. Do budoucna lze očekávat 
větší důraz na sjednocení definic, proměnných i statistických metod tak, aby výsledky 
byly porovnatelné mezi zeměmi. To je nezbytné zejména v kontextu přeshraniční 
spolupráce, sdílení best practices a hodnocení efektivity zdravotních systémů na 
makroúrovni. Výzvou je sladit rozdílné datové standardy a zohlednit specifika 
jednotlivých zdravotních systémů. 

Etické a právní aspekty využívání moderních metod 

Rozvoj nových metod přináší také nové etické a právní otázky. Využívání velkých datových 
souborů a AI modelů naráží na problém ochrany osobních údajů a dodržování principů 
GDPR v EU [55]. Dalším etickým aspektem je transparentnost – pacienti i poskytovatelé 
mají právo vědět, jakým způsobem jsou jejich výsledky hodnoceny a jaké algoritmy jsou k 
tomu použity. To je zvláště důležité u modelů založených na AI, jejichž výsledky mohou 
být obtížně vysvětlitelné. Do budoucna se proto očekává, že regulátoři budou vyžadovat, 
aby modely splňovaly nejen technické, ale i etické standardy, včetně zásady férovosti, 
odpovědnosti a vysvětlitelnosti.  
1.1.10 Shrnutí a identifikace výzkumného problému 

Měření kvality zdravotní péče a zejména konstrukce výsledkových indikátorů představuje 
zásadní nástroj moderního zdravotnictví. Jak ukazuje historický vývoj od Donabediana až 
po současnost, k validnímu porovnávání poskytovatelů je nezbytné zohlednit vstupní 
charakteristiky pacientů prostřednictvím risk-adjustace. V této oblasti se multivariantní 
regresní modely staly klíčovým metodologickým aparátem, bez nějž by nebylo možné 
vyhodnocovat výsledky spravedlivě a přesně. Logistická regrese, Coxovy modely a 
zobecněné lineární modely se ukázaly jako robustní a univerzálně použitelné techniky, 
které umožňují zpracovat široké spektrum výstupů – od mortality přes rehospitalizace až 
po délku hospitalizace a komplikace. 
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Význam risk-adjustace je patrný zejména při konstrukci standardizovaných ukazatelů 
(HSMR, SHMI, RSMR, RSRR, SMR), které se staly základem pro benchmarking nemocnic 
a hodnocení specializovaných center. Jak však ukazují zkušenosti z Velké Británie, USA či 
Skandinávie, samotná metodologie nestačí – klíčovou roli hraje také kvalita vstupních 
dat, robustní validace modelů a transparentní komunikace výsledků. V opačném případě 
hrozí nesprávná interpretace a zpochybnění legitimity celého systému hodnocení. 

Rešerše ukázala, že jednotlivé země zvolily odlišné strategie implementace. NHS a CMS 
v USA představují příklady systémů, kde se risk-adjustované indikátory staly součástí 
veřejného reportování a jsou přímo provázány s finančními incentivy. Skandinávské země 
ukázaly sílu propojení klinických registrů a statistických modelů pro detailní 
benchmarking, zatímco Německo či Nizozemsko se více soustředí na povinný externí 
dohled a postupnou standardizaci. Kanada a Austrálie zdůrazňují regionální přístup a 
adaptaci na místní podmínky. Na mezinárodní úrovni pak OECD a EU prosazují 
harmonizaci metodiky a srovnatelnost indikátorů, což umožňuje sledovat rozdíly mezi 
zdravotnickými systémy a identifikovat oblasti pro sdílení dobré praxe. 

Pro Českou republiku je hlavní výzvou dotáhnout rozvoj systematických risk-
adjustovaných indikátorů do fáze rutinní implementace. Zatímco v některých oblastech 
(např. kardiologie, cerebrovaskulární péče, onkologie) již byly zavedeny 
benchmarkingové projekty založené na regresních modelech, na celonárodní úrovni 
zůstává standardizace roztříštěná. Významným krokem vpřed je Národní sada indikátorů 
kvality zdravotní péče Kanceláře zdravotního pojištění, která by měla sjednotit 
metodologii a zajistit pravidelné publikování validovaných ukazatelů. Klíčové bude zlepšit 
kvalitu kódování, integrovat klinické registry s administrativními databázemi a zajistit 
dostatečnou transparentnost vůči odborné i laické veřejnosti. 

Do budoucna lze očekávat posun od tradičních regresních modelů k pokročilejším 
technikám strojového učení a využívání big data, které nabídnou vyšší predikční přesnost 
a možnost individualizované predikce rizik. Tyto metody však zároveň přinášejí nové výzvy 
v oblasti interpretace, etiky a ochrany soukromí. Úspěšné bude jen takové využití, které 
dokáže propojit technickou robustnost s klinickou relevancí a férovou komunikací 
výsledků. 

Závěrem lze konstatovat, že multivariantní regresní modely jsou nejen technickým 
prostředkem, ale i strategickým pilířem moderního řízení zdravotnictví. Umožňují 
spravedlivě porovnávat poskytovatele, podporují transparentnost a poskytují základní 
podklady pro zlepšování kvality péče. V českém i mezinárodním kontextu se potvrzuje, že 
kvalitní risk-adjustace není luxusem, ale nutností – bez ní by systém hodnocení kvality 
postrádal validitu a mohl by spíše škodit než prospívat. Úkolem příštích let je proto 
metodologii dále zdokonalovat, rozšiřovat dostupnost dat a propojovat statistické 
modely s klinickou praxí tak, aby indikátory kvality sloužily jako skutečný nástroj pro 
zlepšení zdravotní péče.  



29 
 

1.2 Cíle práce 
Hlavním cílem práce bylo navrhnout a ověřit metodologický rámec pro konstrukci risk-
adjustovaných indikátorů kvality, které umožňují korektní a transparentní srovnávání 
mezi poskytovateli a institucemi při zohlednění rozdílů ve vstupních charakteristikách. K 
dosažení tohoto cíle byly zvoleny tři aplikační oblasti, které reprezentují typické příklady 
využití výsledkových indikátorů v českém zdravotnictví a zdravotnickém vzdělávání. 

A. Binární logistická regrese – 30denní mortalita po cévní mozkové příhodě 

Cílem bylo vytvořit risk-adjustovaný indikátor 30denní mortality po CMP na základě 
administrativních dat, který byl standardizován podle klíčových klinických a 
demografických faktorů (věk, pohlaví, komorbidity). Na základě zahraničních rešerší je 
očekávatelné, že tento model dokáže spolehlivě odlišit centra s podprůměrnými a 
nadprůměrnými výsledky při férovém zohlednění rozdílů v pacientském mixu. Indikátor 
tak přinese prakticky využitelné informace pro poskytovatele péče, zdravotní pojišťovny i 
regulátory a může sloužit jako nástroj ke zlepšení organizace iktové péče. 

B. Coxův model proporcionálních rizik – toxicita po radikální radioterapii karcinomu 
prostaty 

Cílem bylo analyzovat časovou dynamiku výskytu gastrointestinální a urogenitální toxicity 
po radikální radioterapii a vytvořit ukazatel, který umožní korektní porovnání mezi 
jednotlivými metodami a onkologickými pracovišti. Díky Coxovu modelu 
proporcionálních rizik bude možné sledovat dlouhodobé riziko toxicity a standardizovat 
jej podle klinicky významných faktorů (věk, komorbidity, antikoagulační a antihypertenzní 
léčba apod.). Je očekávatelné, že jednotlivé modality radioterapie budou vykazovat 
rozdílné profily toxicity a že budou existovat i mezi-centrové rozdíly. Indikátor tak přispěje 
k objektivnímu hodnocení bezpečnosti moderních radioterapeutických postupů a může 
podpořit rozhodování o zavádění nákladných technologií do rutinní praxe. 

C. Zobecněný lineární model (GLM) – benchmarking českých lékařských fakult 

Cílem v této části práce bylo vytvořit indikátor výsledků studentů českých lékařských 
fakult standardizovaný na pohlaví a ročník studia. K tomu byla využita metoda 
odhadovaných marginálních průměrů (EMMeans – Estimated Marginal Means), která 
umožňuje férové srovnání fakult bez zkreslení vyplývajícího z odlišného zastoupení 
studentů. Indikátor má potenciál stát se nástrojem pro vedení fakult, akreditační orgány 
i ministerstvo zdravotnictví a zároveň otevírá prostor pro mezinárodní srovnávání kvality 
vzdělávání v medicíně. 

Jednotlivé výsledky byly prezentovány ve struktuře: 

1. Definice indikátoru a zdůvodnění jeho potřeby v českém zdravotnictví 
2. Datové zdroje  
3. Matematická konstrukce standardizovaného ukazatele a benchmarku 
4. Implementace a přenos do praxe  
5. Další možnosti vývoje indikátoru  
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2. Metody 
V rámci práce byla realizována tvorba risk adjustovaných indikátorů s využitím 3 
nejčastěji používaných multivariantních regresních modelů: Binární logistické regrese, 
Coxova modelu proporcionálních rizik a Genereal linear modelu (GLM).  Pro každý ze 3 
modelů byl demonstrován přesný postup tvorby včetně vysvětlení možných datových či 
systémových nástrah a problémů na konkrétním demonstrativním modelu indikátoru 
v českém zdravotnickém systému. Obecným cílem při tvorbě risk adjustovaných 
výsledkových indikátorů kvality je odhadnout podmíněnou distribuční funkci výsledku Y 
vzhledem k vektoru kovariát  𝑋 =  (𝑋1, 𝑋1, … … , 𝑋𝑝). Formálně je tedy potřeba odhadnout 
funkci 𝑓( 𝑦 ∣∣ 𝑋 ) = 𝑓(𝑦 ∣  𝑋1, 𝑋2, … … , 𝑋𝑝). 

Základní 3 multivariantní regresní modely použité v této práci mají následující tvary: 

A. Binární logistická regrese  - pro binární výsledky (např. přežití do 30 dnů: ano/ne) se 
standardně využívá binární logistická regrese: 

𝑙𝑜𝑔𝑖𝑡(𝑝𝑖) = ln (
𝑝𝑖

1 −  𝑝𝑖
) =  𝛽0 + ∑ 𝛽𝑗. 𝑋𝑖𝑗

𝑝

𝑗=1

 

kde  

𝑝𝑖 = 𝑃(𝑌𝑖  = 1 ∣  𝑋𝑖  ) 

je pravděpodobnost sledované události u i-tého pacienta. Tento model umožňuje 
kvantifikovat vliv jednotlivých prediktorů (věk, pohlaví, závažnost, komorbidity) na 
pravděpodobnost výsledku. 

B. Coxův model proporcionálních rizik  - pokud je sledovanou proměnnou čas do 
události (např. doba do úmrtí nebo do komplikace), využívá se Coxův model 
proporcionálních rizik: 

ℎ( 𝑡 ∣ 𝑋 ) = ℎ0(𝑡). exp(∑ 𝛽𝑗. 𝑋𝑗

𝑝

𝑗=1

) 

 

kde ℎ( 𝑡 ∣ 𝑋 ) je intenzita rizika v čase t, ℎ0(𝑡) je bazální riziková funkce a exponent 
regresních koeficientů 𝛽𝑗  udává hazard ratio jednotlivých prediktorů. 

C. Zobecněný lineární model (GLM)  - Pro spojité výstupní proměnné (např. délka 
hospitalizace, spojitá hodnocení) se uplatňují  zobecněné lineární modely (GLM): 

𝑌𝑖 =  𝛽0 +  ∑ 𝛽𝑗 . 𝑋𝑖𝑗

𝑝

𝑗=1

 

kde 𝑌𝑖𝑗 = hodnocení, 𝛽0 = intercept, β1,β2…….., β3 = regresní koeficienty jednotlivých 
prediktorů 
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Výsledky těchto modelů se následně využívají k výpočtu standardizovaných ukazatelů, 
typicky formou poměru pozorovaných a očekávaných hodnot. Například 
standardizovaný mortalitní poměr (SMR) je definován jako: 

 

𝑆𝑀𝑅 =  
𝑂

𝐸
=  

∑ 𝑌𝑖
𝑛
𝑖=1

∑ 𝑌𝑖̂
𝑛
𝑖=1

  

kde O je skutečný počet úmrtí, zatímco E je očekávaný počet úmrtí predikovaný 
modelem. Hodnota SMR > 1 indikuje vyšší než očekávanou mortalitu, zatímco SMR <  
1značí lepší než očekávaný výsledek. 

Metodika této práce je koncipována tak, aby umožnila systematickou konstrukci a 
validaci risk-adjustovaných indikátorů kvality, které bude možné aplikovat jak ve 
zdravotní péči, tak v oblasti zdravotnického vzdělávání. Postup vychází z jednotné 
struktury pěti kroků (1–5), které zajistí konzistentní přístup k tvorbě a interpretaci 
indikátorů. 

1. Definice indikátoru a zdůvodnění jeho potřeby v českém zdravotnictví 

Prvním krokem metodiky byla jednoznačná definice indikátoru, tedy určení sledované 
výstupní proměnné (např. mortalita, výskyt toxicity, studijní úspěšnost. Každý indikátor 
byl současně zasazen do kontextu českého zdravotnictví a vzdělávacího systému a byla 
zdůvodněna jeho praktická relevance. Odůvodnění vycházelo ze dvou rovin: odborné, 
která zdůrazňuje klinický či vzdělávací význam indikátoru, a systémové, která akcentuje 
jeho využitelnost pro poskytovatele péče, vzdělávací instituce, regulátory či zdravotní 
pojišťovny. Tato fáze metodiky zajistila, že každý indikátor bude odpovídat reálné potřebě 
českého zdravotnictví a bude mít přímý dopad na kvalitu péče či vzdělávání. 

2. Datové zdroje 

Následně byly popsány a analyzovány datové zdroje. V závislosti na indikátoru se jednalo 
o administrativní data zdravotních pojišťoven (hospitalizační záznamy, vykázané výkony, 
registr pojištěnců), data z klinických registrů (např. onkologické registry, stroke registry), 
nebo data ze vzdělávacích institucí (studijní výsledky, dotazníková šetření). Pro každý 
indikátor byla definována inkluzní a exkluzní kritéria, která zajistí homogenitu souboru a 
minimalizaci zkreslení (např. vyloučení recidiv, poskytovatelů s nízkým počtem případů 
či specifických metod s nedostatečnou četností). Velký důraz byl kladen na anonymizaci 
a pseudonymizaci dat v souladu s GDPR a na validitu a úplnost vstupních údajů, protože 
právě kvalita dat bude zásadně ovlivňovat spolehlivost výsledků. 

3. Matematická konstrukce standardizovaného ukazatele a benchmarku 

Třetí krok spočíval v samotné konstrukci ukazatele prostřednictvím statistických 
modelů, které umožní risk-adjustaci výsledků. Byly využity různé metodologické 
přístupy odpovídající charakteru sledované proměnné: 
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• Logistická regrese byla použita pro binární výsledky (např. přežití do 30 dnů po 
CMP). 

• Coxův model proporcionálních rizik byl aplikován pro časově závislé výsledky 
(např. doba do vzniku toxicity). 

• Zobecněný lineární model (GLM) byl využit pro spojité výsledky (např. 
hodnocení připravenosti studentů). 

Výstupem modelů byl odhad pravděpodobnosti či rizika, který byl následně 
standardizován na vybrané adjustační faktory (věk, pohlaví, komorbidity, ročník studia 
apod.). Standardizace probíhala pomocí metod, jako jsou Estimated Marginal Means 
(EMMeans) nebo prostřednictvím výpočtu poměru pozorované a očekávané hodnoty (O/E 
ratio). Národní benchmark byl definován buď jako průměrná hodnota celého souboru, 
nebo jako referenční hodnota odvozená z distribučního rozdělení výsledků. Nedílnou 
součástí byl výpočet intervalů spolehlivosti, které vymezily statistickou nejistotu 
výsledků. 

4. Implementace a přenos do praxe 

Čtvrtým krokem byla prezentace výsledků tak, aby byly využitelné pro cílové uživatele. 
Výsledky byly zpracovány do tabulek a grafických vizualizací, které umožní rychlou a 
intuitivní interpretaci. Metodika byla nastavena tak, aby výstupy byly využitelné jak pro 
interní potřeby poskytovatelů (sledování kvality a plánování zlepšení), tak pro externí 
účely (akreditace, financování, národní či mezinárodní benchmarking). Přenos do praxe 
zahrnoval rovněž nastavení pravidelné periodicity hodnocení a zajištění transparentní 
komunikace výsledků směrem k odborné veřejnosti i tvůrcům zdravotní politiky. 

5. Další možnosti vývoje indikátoru 

Posledním krokem metodiky byla identifikace možností dalšího rozvoje jednotlivých 
indikátorů. Tato fáze je nezbytná, protože kvalita dat i klinické a vzdělávací postupy se 
budou v čase vyvíjet. Mezi klíčové směry rozvoje patřilo doplnění nových 
standardizačních proměnných (např. klinické stadium onemocnění, NIHSS skóre, 
socioekonomické faktory), propojení administrativních a klinických datových zdrojů, 
využití longitudinálních sledování a také integrace pacientsky orientovaných výsledků 
(např. mRS90 u CMP, kvalita života po onkologické léčbě, sledování profesní dráhy 
absolventů). Tímto způsobem bude zajištěno, že indikátory budou nejen validní a 
srovnatelné v čase, ale i klinicky a společensky relevantní. 
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3. Výsledky 
Cílem této disertační práce bylo navrhnout, realizovat a validovat ve spolupráci s 
Ministerstvem zdravotnictví ČR, Kanceláří zdravotního pojištění a Ústavem 
zdravotnických informací a statistiky sadu multivariantních regresních modelů pro 
reprodukovatelné měření kvality v českém zdravotnickém systému. Každá aplikace je 
vázána na konkrétní oblast, jasně definovaný indikátor a transparentní způsob 
standardizace výsledků na relevantní case-mix. Výsledky budou dále strukturovány dle 
výše již uvedené struktury: 

• (A) Logistická regrese: konstrukce a ověření risk-adjustovaného ukazatele 
30denní mortality po cévní mozkové příhodě (CMP) pro benchmarking iktových 
center v ČR. 

• (B) Coxův model proporcionálních rizik: srovnání časové dynamiky toxicity po 
ozařování prostaty (RT prostaty) napříč onkologickými pracovišti. 

• (C) Zobecněný lineární model (GLM): benchmarking českých lékařských fakult 
na základě studijních výsledků studentů českých lékařských fakult se 
standardizací na ročník a pohlaví. 

 

A. Logistická regrese: Konstrukce a ověření risk-adjustovaného ukazatele 
30denní mortality po cévní mozkové příhodě (CMP) pro benchmarking 
iktových center v ČR. 
A1. Definice indikátoru a zdůvodnění jeho potřeby v českém zdravotnictví 

Indikátor kvality 30denní mortalita po cévní mozkové příhodě (CMP) je definován jako 
podíl pacientů hospitalizovaných pro CMP, kteří zemřeli do 30 dnů od přijetí, vůči všem 
pacientům hospitalizovaným pro toto onemocnění. Vyšší standardizovaná míra mortality 
může souviset s kvalitou poskytované péče nebo s dalšími faktory. Bylo prokázáno, že 
30denní mortalita během hospitalizace silně koreluje (r = 0,9) s celkovou mortalitou po 
CMP, tedy včetně úmrtí mimo nemocnici, což potvrzuje její validitu jako ukazatele kvality 
[36]. Význam tohoto indikátoru v českém zdravotnictví je podmíněn především vysokou 
závažností CMP, která představuje jednu z hlavních příčin úmrtí a dlouhodobé invalidity v 
České republice. Monitorování časné mortality je proto nezbytným nástrojem pro 
hodnocení účinnosti akutní léčby a dostupnosti specializované péče. Využití indikátoru 
zároveň umožňuje mezinárodní srovnatelnost, neboť 30denní mortalita po CMP patří 
mezi standardizované ukazatele kvality běžně užívané v řadě zemí. Z hlediska pacienta 
představuje důležitý parametr, který reflektuje nejen samotné přežití, ale také kvalitu a 
organizaci poskytované akutní zdravotní péče. Celkově je proto 30denní mortalita po 
CMP v českém zdravotnictví klíčovým a robustním indikátorem kvality, který umožňuje 
systematické sledování a zlepšování výsledků péče, podporuje transparentnost a 
zároveň zvyšuje mezinárodní srovnatelnost výstupů. 
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A2. Datové zdroje  

Data pro výpočet tohoto výsledkového indikátoru byla čerpána z Národního registru 
hrazených zdravotnických služeb. Do statistického souboru byly zařazeny všechny 
hospitalizační případy s hlavní diagnózou ischemická cévní mozková příhoda (iCMP) I63* 
nebo I64 dle Mezinárodní klasifikace nemocí 10. revize (MKN-10) za sledované období 
2022–2024.  

Hospitalizační případy jsou upřesněny následujícími definičními prvky: 

Hlavní diagnóza (HDG) dle MKN-10: 

I63* Mozkový infarkt 

I630 Mozkový infarkt způsobený trombózou přívodných mozkových tepen 

I631 Mozkový infarkt způsobený embolií přívodných mozkových tepen 

I632 Mozkový infarkt způsobený neurčenou okluzí nebo stenózou přívodných 
mozkových tepen 

I633 Mozkový infarkt způsobený trombózou mozkových tepen 

I634 Mozkový infarkt způsobený embolií mozkových tepen 

I635 Mozkový infarkt způsobený neurčenou okluzí nebo stenózou mozkových tepen 

I636 Mozkový infarkt způsobený mozkovou žilní trombózou, nehnisavou 

I638 Jiný mozkový infarkt 

I639 Mozkový infarkt NS 

I64 Cévní mozková příhoda (mrtvice) neurčená jako krvácení nebo infarkt 

Úmrtí je určeno příznakem úmrtí z registrů pojištěnců, které jsou pravidelně validovány 
proti centrálnímu registru obyvatel. Tento přístup zajišťuje vysokou spolehlivost a 
úplnost informací o mortalitě [42]. 

Exclusion kritéria pro úpravu vstupního souboru byla následující: 

- posledních 30 dní sledovaného období – z důvodu dostupnosti dat o mortalitě, 
aby bylo možné spolehlivě vyhodnotit 30denní úmrtnost; 

- recidivy CMP – každému pacientovi je započtena pouze první hospitalizace pro 
CMP, aby se zabránilo duplicitnímu započítání a zkreslení výsledků; 

- poskytovatelé zdravotních služeb (PZS) s méně než pěti případy CMP – z důvodu 
zajištění dostatečné robustnosti analýzy a ochrany anonymity pacientů i 
poskytovatelů [42]. 

 

 

 



35 
 

A3. Matematická konstrukce standardizovaného ukazatele a benchmarku 

Nestandardizovaná n-denní úmrtnost je poměr počtu pacientů s danou diagnózou, kteří 
zemřeli do n dnů od přijetí do zařízení během sledovaného období, k počtu všech 
pacientů s danou diagnózou přijatých do zařízení během sledovaného období.  

𝑃𝑜č𝑒𝑡 𝑝𝑎𝑐𝑖𝑒𝑛𝑡ů ℎ𝑜𝑠𝑝𝑖𝑡𝑎𝑙𝑖𝑧𝑜𝑣𝑎𝑛ý𝑐ℎ 𝑝𝑟𝑜 𝐶𝑀𝑃, 𝑘𝑡𝑒ří 𝑧𝑒𝑚ř𝑒𝑙𝑖 𝑑𝑜 𝑛 𝑑𝑛ů 𝑜𝑑 𝑝ř𝑖𝑗𝑒𝑡í

𝐶𝑒𝑙𝑘𝑜𝑣ý 𝑝𝑜č𝑒𝑡 𝑝𝑎𝑐𝑖𝑒𝑛𝑡ů ℎ𝑜𝑠𝑝𝑖𝑡𝑎𝑙𝑖𝑧𝑜𝑣𝑎𝑛ý𝑐ℎ 𝑝𝑟𝑜 𝐶𝑀𝑃
 

Standardizovaná n-denní úmrtnost hospitalizovaných pacientů je úmrtnost 
hospitalizovaných pacientů, která je standardizována podle příslušných 
standardizačních faktorů (např. věk, pohlaví, vybrané komorbidity) pomocí logistického 
regresního modelu. Tento model je vytvořen na základě dat ze všech lůžkových zařízení 
v České republice, která vykázala léčbu pacientů s CMP dle výše uvedených kritérií.  

Metodika výpočtu standardizované Rh úmrtnosti 

Aby hodnota ukazatele výkonnosti skutečně odrážela kvalitu daného poskytovatele, musí 
být ukazatel standardizován na potenciálně nežádoucí vlivy proměnlivého složení 
pacientů mezi zařízeními. Výsledkem jsou hodnoty ukazatele, které by dané centrum 
dosáhlo, pokud by složení jeho pacientů odpovídalo referenční populaci země. 

Referenční populace se skládá ze všech případů všech sledovaných zařízení v dané zemi. 
Po standardizaci tedy ukazatel odráží, jak úspěšná by byla porovnávaná zařízení, pokud 
by všechna léčila v rámci České republiky stejné pacienty. 

Standardizovaná Rh úmrtnost v % je definována následujícím vzorcem: 

 

𝑅ℎ = 𝛼 
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𝐸ℎ
=  

1
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. ∑ 𝑌𝑖
𝑛ℎ
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kde: 

Referenční n-denní národní úmrtnost α je poměr počtu všech pacientů s danou 
diagnózou, kteří zemřeli do n dnů od přijetí ve všech nemocničních zařízeních České 
republiky během sledovaného období, k počtu všech pacientů s danou diagnózou 
přijatých do všech nemocničních zařízení během sledovaného období. 

Očekávaná úmrtnost Eh ve jmenovateli vzorce vyjadřuje, jaká úmrtnost se očekává 
vzhledem k charakteristikám pacientů v daném zařízení. Proměnná 𝑦

𝑖̂
 vyjadřuje 

vypočtenou pravděpodobnost, že dojde k úmrtí pacienta i s jeho danými 
charakteristikami. Tato pravděpodobnost se počítá pro každého pacienta na základě 
jeho charakteristik pomocí logistického regresního modelu. Model je vytvořen z dat ze 
všech sledovaných zařízení a dokáže pro každého pacienta předpovědět na základě jeho 
charakteristik pravděpodobnost jeho úmrtí bez ohledu na to, ve kterém zařízení byl léčen. 
Součet těchto očekávaných pravděpodobností úmrtí pro pacienty z daného zařízení, 
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dělený počtem pacientů nh léčených s danou diagnózou v daném zařízení, určuje 
očekávanou úmrtnost Eh. 

Standardizovanou úmrtnost nakonec získáme tak, že vynásobíme referenční národní 
úmrtnost α poměrem pozorované úmrtnosti Oh k očekávané úmrtnosti Eh. 

Metodika tvorby logistického regresního modelu pro odhad očekávané úmrtnosti 
Eh 

Sestavování modelu začíná identifikací standardizačních faktorů, které by mohly ovlivnit 
výsledek srovnání. Pokud se neočekává, že faktor bude mít vliv na výsledek, nebo pokud 
je jeho rozložení mezi zařízeními homogenní, není nutné tento faktor do standardizace 
zahrnovat.  

Jedná se o vícerozměrný statistický model, kde vysvětlovaná proměnná y je nějaká 
binární proměnná s hodnotami 0 a 1 (např. úmrtnost) a vysvětlujícími proměnnými xi, což 
jsou jsou jednotlivé potenciální vstupní standardizační faktory. V prostředí českého 
zdravotnictví byly použity proměnné věk, pohlaví a základní komorbidity. Jak bude 
podrobně rozebráno dále v této práci, největší slabinou českých modelů je doposud 
absence vstupní tíže deficitu měřeného škálou NIHSS. Výstupem logistické regrese je 
rovnice pro odhad pravděpodobnosti úmrtí pro konkrétní kombinaci standardizačních 
faktorů u daného pacienta. Rovnice má následující tvar: 

 

Za vektor souřadnic x1,..., xn, se dosazují hodnoty jednotlivých proměnných pro 
konkrétního pacienta. Koeficienty β1, ..., βn jsou regresní koeficienty daného modelu. 

Metodika výpočtu 95% intervalu spolehlivosti pro standardizovanou úmrtnost 

95% interval spolehlivosti pro standardizovanou úmrtnost daného zařízení se počítá 
podle vzorce: 

95% CI = (𝑅ℎ − 1,96. √𝑣𝑎𝑟(𝑅ℎ) ; 𝑅ℎ + 1,96. √𝑣𝑎𝑟(𝑅ℎ)), kde  
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A4. Implementace a přenos do praxe  

Výstupem výsledkového ukazatele 30-denní mortality jsou hrubé a standardizované 
mortality (úmrtnosti) pro jednotlivá zařízení včetně 95% intervalů spolehlivosti 
vyjadřujících statistickou míru nejistoty při odhadu standardizované mortality daného 
zařízení. Zařízení, která mají celý 95% interval spolehlivosti nad hodnotou průměrného 
výsledku (v tomto případě referenční mortality pro ČR), jsou doporučena k dalšímu 
sledování (označeno červeným semaforem). Naopak zařízení, která mají celý 95% 
interval pod hodnotou průměrného populačního výsledku, mohou sloužit jako příklad 
dobré praxe v daném oboru (označeno zeleným semaforem). Ostatní zařízení nelze z 
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hlediska standardizovaného výsledku statisticky posoudit (označeno žlutým 
semaforem). Konkrétní příklad znázornění a interpretace výsledků pro Českou republiku 
je uveden v Obrázku 1. Úzké obdélníky zelené, žluté, modré a oranžové barvy znázorňují 
95% intervaly spolehlivosti pro jednotlivé typy center. Nejvíce specializovaná komplexní 
cerebrovaskulární centra jsou zobrazena zeleně, méně specializovaná iktová centra 
žlutě, neurologická pracoviště bez statutu centra modře a pracoviště bez neurologického 
zaměření oranžově. Princip stratifikace v měření kvality doporučuje provádět srovnání 
pouze uvnitř srovnatelných typů center. Z výsledků je patrné, že rozdíly ve 
standardizovaných úmrtnostech jsou značné i uvnitř jednotlivých skupin srovnatelných 
poskytovatelů. Černé body představují nestandardizovanou úmrtnost a bílé body 
standardizovanou úmrtnost. 

 

Obrázek 1: Grafické srovnání jednotlivých poskytovatelů z hlediska 30denní úmrtnosti po 
ischemické CMP. Zdroj: puk.kzp.cz [42] 

V souladu s výše uvedeným matematickým postupem jsou zdravotnickým zařízením 
přiřazovány snadno interpretovatelné „semafory“ na základě 95% intervalů spolehlivosti 
z Obrázku 1, a to dle schématu uvedeného na Obrázku 2. Zařízení odpovídající zelenému 
semaforu se nacházejí se svým celým 95% intervalem spolehlivosti pod červenou 
průměrnou referenční linií úmrtnosti (12,86 %). Červenému semaforu odpovídají zařízení, 
která mají celý 95% interval spolehlivosti nad touto referenční linií. Oranžovému 
semaforu pak odpovídají zařízení, jejichž 95% interval spolehlivosti se překrývá s 
referenční linií 12,86 %. 

 

Obrázek 2: Schématická ilustrace přiřazování „semaforů“ při konstrukci ukazatele 
30denní úmrtnosti po ischemické CMP v České republice 
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Semafory indikující úroveň výsledků daného zařízení jsou dále součástí komplexních 
dashboardů, využívaných v České republice (Obrázek 3).  

Česká republika v současné době uplatňuje „semiopen“ přístup k publikování výstupů 
zdravotnických dat. Každý poskytovatel má k dispozici pouze své výsledky ve srovnání s 
národním benchmarkem a anonymizovanými výsledky ostatních zařízení. Tvůrci 
zdravotní politiky, zdravotní pojišťovny a odborné společnosti mají přístup k výsledkům 
všech poskytovatelů. Pacienti pak mají k dispozici pouze anonymizované výstupy. 

 

Obrázek 3: Ukázka dashboardů používaných v ČR pro ukazatel 30denní úmrtnosti po 
ischemické CMP za období 2022–2024 (zobrazuje část velkých komplexních center 
označených zeleně a menších iktových center označených žlutě). Zdroj: puk.kzp.cz [42] 

A5. Další možnosti vývoje indikátoru 

Standardizace dat prostřednictvím škály NIHSS 

Významným omezením současných českých indikátorů kvality je nedostatečná 
standardizace, zejména kvůli neúplným údajům o počáteční závažnosti neurologického 
deficitu měřené škálou NIHSS [56]. Od roku 2024 byla v České republice zavedena 
povinná evidence NIHSS v administrativních datech. Za nedoložení výchozího NIHSS je 
poskytovateli snížena úhrada hospitalizace. Tato změna zajistí, že data od roku 2024 
budou obsahovat i klíčový standardizační parametr škály NIHSS. Současně probíhá 
příprava standardizované lékařské zprávy pro pacienty s CMP. Cílem je usnadnit 
propojení klíčových statistických údajů z nemocničních informačních systémů do 
administrativních datasetů pojišťoven a zvýšit kvalitu detailních klinických informací 
předávaných do administrativních dat zdravotních pojišťoven i klinického registru RES‑Q. 
Implementace standardizovaných zpráv by měla významně zlepšit přesnost a 
využitelnost dat.  
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Zachycení výsledku pacienta 90. den (mRS90) 

Modifikovaná Rankinova škála v 90 dnech (mRS90) představuje nejinformativnější 
měřítko výsledného stavu pacienta, ale v ČR zatím chybí. Současně používaná 30denní 
mortalita nezachytí dlouhodobou funkční výkonnost. Může nastat situace, kdy zařízení 
dosahuje vysoké míry soběstačnosti pacientů (mRS90 1–4), ale vykazuje vyšší mortalitu, 
a naopak [57]. Důležitost mRS90 zdůrazňují četné zdroje [58,59,60], které upřednostňují 
pacientsky orientované výsledky před hrubou mortalitou.  

Benchmarking dle typu péče 

Významným vylepšením indikátoru 30-denní mortality po CMP může být také stanovení 
výsledků na jednotlivé podskupiny pacientů dle typu léčby — mechanická trombektomie, 
intravenózní trombolýza či konzervativní postup. Stratifikace dle typu léčby může zvýšit 
klinickou relevanci a granularitu výstupů. Tímto přístupem se již vydala při zpracování 
indikátorů kvality v této oblasti Kancelář zdravotního pojištění ve své Národní sadě 
indikátorů kvality [42]. 
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B. Coxův model proporcionálních rizik: Konstrukce a ověření risk-
adjustovaného ukazatele Míra výskytu gastrointestinální a urogenitální 
toxicity po radikální radioterapii Ca prostaty 
B1. Definice indikátoru a zdůvodnění jeho potřeby v českém zdravotnictví 

Indikátor kvality Míra výskytu gastrointestinální a urogenitální toxicity po radikální 
radioterapii karcinomu prostaty měří podíl pacientů, u kterých se během dvouletého 
sledování po ukončení radikální radioterapie objeví gastrointestinální nebo urogenitální 
toxicita. Indikátor umožňuje paralelní porovnání jednotlivých radioterapeutických metod 
i jednotlivých onkologických pracovišť. Karcinom prostaty představuje v České republice 
jedno z nejčastějších onkologických onemocnění mužů a vzhledem k demografickému 
vývoji a stárnutí populace lze očekávat další nárůst počtu pacientů indikovaných k 
radikální radioterapii. Přestože je tato léčebná modalita vysoce účinná, pozdní 
gastrointestinální a urogenitální komplikace zásadně ovlivňují kvalitu života pacientů a 
systematické sledování jejich výskytu je nezbytné pro komplexní hodnocení přínosu 
léčby. V rámci České republiky existují významné rozdíly v technickém vybavení 
jednotlivých center a v implementaci moderních metod, jako je IMRT, VMAT nebo 
protonová terapie. Indikátor proto umožňuje objektivní porovnání efektivity a bezpečnosti 
těchto metod v reálné klinické praxi a poskytuje podklady pro standardizaci a 
optimalizaci léčebných postupů. Výsledky indikátoru mohou přispět k sjednocení 
klinických doporučení, podpoře rozhodování o zavádění nových technologií a posílení 
transparentnosti ve zdravotní péči. Současně slouží jako nástroj pro zdravotní pojišťovny, 
poskytovatele péče i regulátory, kteří tak mohou hodnotit kvalitu péče napříč centry, 
identifikovat pracoviště s vyšším výskytem toxicity a cíleně podporovat zlepšení procesů. 
V neposlední řadě ukazatel odráží pacientsky orientovaný přístup, protože se zaměřuje 
nejen na samotné přežití, ale i na dlouhodobou kvalitu života po léčbě. Celkově tak tento 
indikátor představuje nezbytný nástroj pro objektivní hodnocení kvality radikální 
radioterapie karcinomu prostaty v České republice a pro podporu systematického 
zlepšování výsledků péče napříč onkologickými pracovišti. 

B2. Datové zdroje  

Data pro výpočet tohoto výsledkového indikátoru byla čerpána z Národního registru 
hrazených zdravotnických služeb. Do sledovaného souboru byli zahrnuti pacienti léčení 
radikální radioterapií pro karcinom prostaty (dg. C61) v České republice. Za toxicitu se 
považuje výskyt závažných nežádoucích účinků radioterapie po 90 dnech od ukončení 
radioterapeutického cyklu. Všechny sledované metody radikální radioterapie mají délku 
maximálně 90 dní; delší léčba je klasifikována jako paliativní a není do sledování 
zahrnuta. 

Toxicita byla identifikována na základě vykázání definovaného kódu diagnózy pro závažný 
stav dle MKN-10 a/nebo souvisejícího kódu zdravotního výkonu terapeutické intervence. 
Počet ambulantních kontrol vykázaných pouze kódem klinického vyšetření nebyl do 
analýzy započítáván. Do hodnocení byli zahrnuti pouze pacienti s předcházejícím 
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neradikálním operačním výkonem, jako je transuretrální resekce prostaty, transvezikální 
prostatektomie nebo samostatná pánevní lymfadenektomie. 

Definiční prvky: 

• Diagnózy: hlavní nebo vedlejší diagnóza C61 (karcinom prostaty) a současný 
výskyt kódů pro gastrointestinální nebo urogenitální toxicitu. Do hodnocení byly 
zahrnuty např. kódy pro rektální píštěl, strikturu rekta, hematurii, inkontinenci či 
postiradiační cystitidu. 

• Výkony: zahrnuty byly operační výkony předcházející radikální radioterapii a 
vlastní výkony radioterapie (lineární urychlovač, IMRT, IGRT, stereotaktická RT, 
protonová terapie aj.). Do analýzy byly dále zahrnuty intervenční výkony související 
s léčbou gastrointestinální či urogenitální toxicity (např. endoskopické ošetření 
krvácení, dilatace uretry, epicystostomie, cystektomie). 

Exclusion kritéria 

Ze sledování byli vyloučeni pacienti s primárně provedenými radikálními operačními 
výkony (např. roboticky asistovaná prostatektomie, retropubická prostatektomie, 
laparoskopická prostatektomie), dále subjekty a metody pod minimálním prahem počtu 
výkonů (≤12 výkonů u normo- a hypofrakcionace). Z hodnocení byly vyřazeny i metody s 
malým objemem výkonů, jako je brachyterapie, a dále tomoterapie z důvodu nemožnosti 
oddělit je od ostatních metod IMRT. Ze sledování byli rovněž vyloučeni poskytovatelé, u 
nichž se vyskytl maximálně jeden případ toxicity. 

Jako toxicita byla považována pouze chronická toxicita, která přetrvávala alespoň 90 dní 
po výkonu. Akutní toxicity, které vznikly po výkonu, ale do 90 dní odezněly, nebyly 
uvažovány.  

B3. Matematická konstrukce standardizovaného ukazatele a benchmarku 

Statistické zpracování bylo provedeno využitím Coxova modelu proporcionálních rizik, 
který umožnil adjustaci Kaplan–Meierových křivek pro vybrané adjustační faktory (věk, 
pohlaví, diabetes mellitus, hypertenze, antikoagulační léčba). Díky tomu bylo možné 
porovnávat jednotlivé metody a zařízení i v případě odlišného složení pacientských 
souborů. 

Za sledovanou událost byl považován vznik chronické toxicity. V případě úmrtí pacienta 
nebo ukončení sledování byla data považována za cenzorovaná.  

Standardizovaný odhad rizika 

Coxův model vyjadřuje závislost rizika události na čase a na souboru kovariátů ve tvaru: 

ℎ( 𝑡 ∣ 𝑋 ) = ℎ0(𝑡). exp(∑ 𝛽𝑗. 𝑋𝑗

𝑝

𝑗=1

) 

kde: 
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ℎ( 𝑡 ∣ 𝑋 ) je intenzita rizika toxicity v čase t při daných hodnotách kovariátů 

ℎ0(𝑡) je bazální (referenční) riziková funkce  

x1,x2, …., xp  jsou hodnoty adjustačních faktorů pro konkrétního pacienta 

exponent regresních koeficientů β1,β2…….., βp udával hazard ratio jednotlivých 
prediktorů. 

Na základě tohoto modelu bylo pro každého pacienta odvozeno standardizované kumulativní 
riziko toxicity do 2 let, které je definováno jako: 

         𝑝̂ = 1 −  𝑆̂(𝑡)         pro t = 730 dní 

kde 𝑆̂(𝑡) je Kaplan–Meierův odhad přežití adjustovaný Coxovým modelem. 

Směrodatná chyba (SE) 

Směrodatná chyba odhadu kumulativního rizika byla stanovena využitím Greenwoodova 
vzorce [61,62]: 

𝑆𝐸 (𝑆̂(𝑡)) =  𝑆̂(𝑡). √∑
𝑑𝑖

𝑛𝑖. (𝑛𝑖 − 𝑑𝑖)𝑖: 𝑡𝑖≤𝑡
 

kde: 

𝑆̂(𝑡) je Kaplan–Meierův odhad přežití v čase t, 

𝑑𝑖 je počet událostí (toxicita) v čase 𝑡𝑖 

𝑛𝑖  je počet pacientů v riziku těsně před časem 𝑡𝑖 

Pro směrodatnou chybu odhadu rizika 𝑝̂ pak platí: 

𝑆𝐸(𝑝̂) = 𝑆𝐸 (1 −   𝑆̂(𝑡)) =  𝑆𝐸 (𝑆̂(𝑡)) 

Interval spolehlivosti 

Pro odvození 95% intervalu spolehlivosti pro danou metodu či zařízení byl použit vztah: 

𝐶𝐼95%  = (𝑝̂ − 1,96. 𝑆𝐸; 𝑝̂ + 1,96. 𝑆𝐸) 

kde: 

𝑝̂ je odhad 2letého standardizovaného kumulativního rizika, 

SE je směrodatná chyba odhadu dle Greenwoodova vzorce, 

1,96 je 95% kvantil normálního rozdělení. 

B4. Implementace a přenos do praxe  

Modality radioterapie byly porovnány z hlediska gastrointestinální a urogenitální toxicity. 
Zahrnuty jsou pouze modality pravidelně používané alespoň v jednom českém 
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zdravotnickém zařízení v letech 2015-2024 ( patří mezi ně normofrakcionovaná IMRT, 
hypofrakcionovaná IMRT, konformní radioterapie, normofrakcionovaná protonová 
radioterapie, stereotaktická protonová radioterapie a CyberKnife ). V tabulkách 1 a 2 jsou 
uvedeny anonymizované výsledky jednotlivých modalit a na obrázcích 4 a 5 jsou výsledky 
doplněny o příslušné Kaplan-Meierovy křivky. Jako národní benchmark byla stanovena 
hodnota referenčního standardizovaného rizika toxicity, vypočtená z celého souboru 
pacientů zahrnutých do analýzy. Hodnoty jednotlivých center nebo metod jsou pak 
porovnávány s tímto benchmarkem prostřednictvím 95% intervalů spolehlivosti. Centra, 
jejichž 95% interval leží celý nad referenční hodnotou, jsou vyhodnocena jako statisticky 
horší; centra, jejichž interval leží celý pod benchmarkem, jako lepší; a centra s intervalem 
překrývajícím referenční hodnotu nelze jednoznačně statisticky odlišit. 

Způsob  
Počet 

pacientů 

Kumulativní 

riziko 

95% CI 

spodní 

hranice 

95% horní 

hranice CI 

Období 

pozorování – 

medián 

délky léčby 

1 – 

Referenční 

(průměrná) 

hodnota 

10457 9,87 % 9,19 % 10,60 % 2.26 

2 902 6,10 % 4,62 % 8,06 % 2.27 

3 795 10,14 % 8,12 % 12,67 % 3,45 

4 755 17,13 % 13,39 % 21,91 % 1.33 

5 589 10,23 % 7,39 % 14,17 % 1,82 

6 1827 12,11 % 10,39 % 14,12 % 1,98 

7 5589 9,06 % 8,20 % 10,00 % 2.46 

 

TABULKA 1: Kumulativní riziko gastrointestinální toxicity podle jednotlivých modalit, 
jsou zahrnuty následující modality (v jiném pořadí): normofrakcionovaná IMRT, 
hypofrakcionovaná IMRT, konformní radioterapie, protonová radioterapie a CyberKnife. 
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OBRÁZEK 4: Kaplan-Meierovy křivky kumulativního rizika gastrointestinální toxicity 
podle jednotlivých modalit. (Počet modalit odpovídá tabulce 1.) 

 

Způsob  
Počet 

pacientů 

Kumulativní 

riziko 

95% CI 

spodní 

hranice 

95% horní 

hranice CI 

Období 

pozorování - 

medián 

1 – 

Referenční 

(průměrná) 

hodnota 

10457 6,00 % 5,49 % 6,57 % 2,34 

2 902 6,92 % 5,32 % 9,01 % 2,75 

3 795 6,74 % 5,19 % 8,74 % 3,55 

4 755 12,82 % 9,75 % 16,84 % 1,35 

5 589 6,77 % 4,42 % 10,38 % 1,84 

6 1827 5,71 % 4,62 % 7,06 % 2,19 

7 5589 5,14 % 4,53 % 5,84 % 2,55 

 

TABULKA 2: Kumulativní riziko urogenitální toxicity podle jednotlivých modalit, Jsou 
zahrnuty následující modality (v jiném pořadí): normofrakcionovaná IMRT, 
hypofrakcionovaná IMRT, konformní radioterapie, protonová radioterapie a CyberKnife. 
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OBRÁZEK 5: Kaplan-Meier křivky kumulativního rizika urogenitální toxicity podle 
jednotlivých modalit. (Počet modalit odpovídá Tabulce 2.) 

Kromě porovnávání modalit jsme porovnali i poskytovatele zdravotní péče pro jednotlivé 
modality. To mělo smysl pouze pro normofrakcionovanou IMRT, hypofrakcionovanou 
IMRT, protože ostatní modality byly aplikovány v malém počtu zdravotnických zařízení 
(některá pouze v jednom, kvůli specifické technologii). Kaplan-Meierovy křivky pro tyto 
dvě modality a pro gastrointestinální a urogenitální toxicitu jsou uvedeny na Obrázku 6. 
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OBRÁZEK 6: Kaplan-Meierovy křivky kumulativního rizika gastrointestinální a urogenitální 
toxicity podle jednotlivých zdravotnických zařízení. (a) Upravené kumulativní 
gastrointestinální riziko pro normofrakcionovanou IMRT. (b) Upravené kumulativní 
gastrointestinální riziko pro hypofrakcionovanou IMRT. (c) Upravené kumulativní 
urogenitální riziko pro normofrakcionovanou IMRT. (d) Upravené kumulativní urogenitální 
riziko pro hypofrakcionovanou IMRT. (Čísla identifikují jednotlivé nemocnice, zveřejnění 
jejich identity probíhá v ČR v semiopen režimu.) 

B5. Další možnosti vývoje indikátoru 

Standardizace dat prostřednictvím klinického stadia onemocnění 

Významným omezením současného indikátoru kvality „Míra výskytu gastrointestinální a 
urogenitální toxicity po radikální radioterapii karcinomu prostaty“ je nedostatečná 
standardizace s ohledem na klinické onkologické stadium nádoru. Administrativní data 
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zdravotních pojišťoven v České republice dosud neobsahují informaci o stadiu 
onemocnění dle TNM klasifikace, což omezuje možnosti přesné risk-adjustace. Klinické 
stadium může být faktorem, který významně ovlivňuje volbu léčebné modality, dávkování 
a frakcionační režim radioterapie, a tím i riziko pozdní toxicity. Bez jeho zohlednění může 
docházet ke zkreslení výsledků při porovnávání pracovišť i jednotlivých metod. Tento krok 
by umožnil přesnější stratifikaci pacientů a srovnání výsledků napříč pracovišti v rámci 
homogenních skupin. Využití klinického stadia by zároveň zlepšilo interpretaci zjištěných 
rozdílů – například by umožnilo oddělit centra, která se zaměřují na léčbu pokročilých 
stadií s vyšším rizikem toxicity, od center, která léčí převážně časná stadia. Jednou z 
možností je povinný záznam klinického stadia přímo do nemocničních informačních 
systémů a jeho automatizované přenosy do administrativních dat pojišťoven. Alternativní 
cestou je systematické doplňování těchto údajů prostřednictvím klinických registrů 
(např. Národní onkologický registr), které již dnes stadia nádoru u pacientů s karcinomem 
prostaty v části případů evidují. Propojení těchto datových zdrojů by umožnilo získat 
kompletní přehled a následně provést validní risk-adjustaci indikátoru. 
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C. Zobecněný lineární model (GLM): Konstrukce risk-adjustovaného 
ukazatele benchmarkingu českých lékařských fakult na základě výsledků 
studentů se standardizací na ročník a pohlaví 
C1. Definice indikátoru a zdůvodnění jeho potřeby v českém vysokoškolském 
vzdělávání 

Indikátor kvality „Studijní připravenost studentů a absolventů českých lékařských fakult“ 
měří subjektivně hodnocenou úroveň klinických, preklinických a přechodových 
dovedností studentů všeobecného lékařství. Tento indikátor je založen na 
systematickém sběru dat prostřednictvím anonymního dotazníkového šetření mezi 
studenty 5. a 6. ročníků a čerstvými absolventy českých lékařských fakult. Standardizace 
na pohlaví a ročník studia je nezbytná, neboť existují prokazatelné rozdíly v 
sebehodnocení mezi muži a ženami i mezi studenty různých ročníků, které by mohly 
zkreslit mezinárodní i meziinstitucionální porovnávání. V českém kontextu představuje 
tento indikátor důležitý nástroj pro benchmarking lékařských fakult, který do této doby 
v českém vzdělávacím systému neexistoval. Pomáhá identifikovat oblasti, ve kterých 
jednotlivé fakulty zaostávají, a podporuje zavádění cílených opatření ke zvýšení kvality 
výuky. Vzhledem k demografickému vývoji a rostoucí potřebě dostatečně připravených 
absolventů je takové systematické hodnocení nezbytné pro udržení vysokého standardu 
lékařského vzdělávání a pro zajištění bezpečné a kvalitní péče o pacienty. 

C2. Datové zdroje 

Jako datový základ bylo použito anonymní dotazníkové šetření mezi studenty a 
absolventy všech osmi českých lékařských fakult (n = 1070 respondentů). Dotazník 
zahrnoval hodnocení na desetibodové Likertově škále (1 = nepřipraven/a, 10 = 
připraven/a). Dále byly zjišťovány obecné přechodové kompetence (např. práce s 
dokumentací, komunikace s pacientem). 

Do modelu byly zahrnuty tyto vysvětlující proměnné: 

• fakulta (kategorizovaná podle 8 LF v ČR), 

• ročník studia (5., 6., absolvent), 

• pohlaví (muž, žena). 

C3. Matematická konstrukce standardizovaného ukazatele a benchmarku 

Pro konstrukci indikátoru byl použit zobecněný lineární model (GLM) se závislou 
proměnnou „hodnocení připravenosti“ na škále 0–10 a vysvětlujícími proměnnými 
fakulta, pohlaví a ročník. Model lze zapsat ve tvaru: 

𝑌𝑖𝑗 =  𝛽0 + 𝛽1. 𝑓𝑎𝑘𝑢𝑙𝑡𝑎 +  𝛽2. 𝑝𝑜ℎ𝑙𝑎𝑣í +  𝛽3. 𝑟𝑜č𝑛í𝑘  

kde: 

• 𝑌𝑖𝑗 = hodnocení připravenosti respondenta, 
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• 𝛽0 = intercept, 

• β1,β2…….., β3 = regresní koeficienty jednotlivých prediktorů, 

Pro standardizaci byla použita metoda Odhadovaných marginálních průměrů (EMMeans) 
s proporcionálním vážením podle reálného zastoupení pohlaví a ročníků.  

Metoda adjustovaných průměrů (EMMeans – Estimated Marginal Means) 

Srovnání hrubých nestandardizovaných průměrů mezi fakultami může být zkreslené, 
pokud se liší složení studentů mezi fakultami (např. podíl žen/mužů, 5./6. ročník vs. 
absolvent). Metoda EMMeans „očistí“ průměrné skóre o tyto rozdíly tím, že každé fakultě 
přiřadí stejnou referenční distribuci vybraných kovariátů (v našem případě pohlaví a 
ročník). Postup EMMeans je následující: 

1. z GLM je spočítáno predikované skóre pro všechny kombinace kategorií pohlaví a 
ročníku (při dané fakultě), 

2. tato predikovaná skóre jsou zvážena do jediné hodnoty pomocí zvolených vah 
(viz níže „proporcionální váhy“). 

Formálně: pro fakultu f a kombinace (k,l) = (ročník, pohlaví) platí 

𝜇̂𝑓 =  ∑ ∑ 𝑤𝑘𝑙. 𝑌̂𝑓 𝑘𝑙
𝑙𝑘

 

kde: 

• 𝑌̂𝑓 𝑘𝑙  je z GLM predikovaná hodnota 
• 𝑤𝑘𝑙 jsou váhy, které udávají, jakou „váhu“ má mít každá kombinace ročník 

k×pohlaví l při výpočtu fakultního průměru. 

Proporcionální váhy 

Při použití proporcionálních vah jsme každé kombinaci (ročník × pohlaví) přidělili váhu 
úměrnou jejímu skutečnému zastoupení v cílové populaci. Jako cílovou populaci jsme 
volili celý národní vzorek (všechny fakulty dohromady). Tím je zajištěno, že všechny 
fakulty jsou hodnoceny na stejné referenční směsi studentů, která odpovídá reálné 
struktuře celé ČR. 

Matematicky: 

𝑤𝑘𝑙 =  
𝑁𝑘𝑙

∑ 𝑁𝑘𝑙𝑘,𝑙
 

kde: 

• 𝑁𝑘𝑙 je celkový počet respondentů v celé studii (napříč všemi fakultami) s 
kombinací ročník k a pohlaví l 

• ∑ 𝑤𝑘𝑙𝑘,𝑙 =  1 
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Proporcionální vs. jiné váhy  

• Proporcionální (Proportional) váhy: Používají empirické rozložení kovariátů v 
cílové populaci (zde národní vzorek). Volíme proporcionální váhy, protože 
chceme, aby výsledky odrážely „reálnou ČR“. Proporcionální váhy jsou 
transparentní a snadno interpretovatelné: „Jak by si fakulta vedla, kdyby měla 
stejný mix ročníků a pohlaví jako celé Česko?“ 

Stejné (Equal) váhy: Každá kombinace (ročník × pohlaví) má stejnou váhu. To je vhodné, 
pokud chceme simulovat „ideálně vybalancovanou“ populaci (50/50 pohlaví, stejné 
zastoupení ročníků), ale toto již nemusí reprezentovat realitu v ČR. 

Vlastní (Custom) váhy: Můžeme definovat externí cílovou distribuci (např. ministerstvem 
očekávané rozložení studentů v budoucnu). Pak jednoduše nastavíme váhy 𝑤𝑘𝑙 na tyto 
cílové podíly. 

Analýzy byly prováděny v prostředí R 4.3.2 s využitím balíčku emmeans (Lenth, 2023) pro 
výpočet adjustovaných marginálních průměrů. 

Skript pro výpočet adjustovaných hodnot pro jednotlivé fakulty v R studio  

Pro výpočet adjustovaných hodnot výsledků jednotlivých fakult v R studio jsme využili 
následující skript:  

install.packages(emmeans) 

library(emmeans) 

Data_filtered <- na.omit(Data[, c("var1", "Fakulta", "Pohlavi", "Rocnik")]) 

mod <- lm(var1 ~ Fakulta+Pohlavi + Rocnik, data = Data_filtered) 

emmeans(mod, ~ Fakulta, weights = "proportional") 

C4. Implementace a přenos do praxe 

Výsledky modelu byly vizualizovány formou tabulek a grafů, které umožňují transparentní                      
a srozumitelné srovnání mezi jednotlivými fakultami. Základním výstupem jsou tabulky                            
s adjustovanými průměry EMMeans pro každou fakultu (Tabulka 3). Smyslem těchto 
výstupů není pouze popis, ale především podpora zlepšování kvality vzdělávacího 
procesu. Implementace je postavena na pravidelném ročním hodnocení, které 
zohledňuje pouze fakulty s dostatečným počtem respondentů. Malé skupiny a extrémně 
nízké počty v kombinacích pohlaví a ročníků jsou z analýzy vyřazovány, aby nedošlo k 
chybným závěrům nebo porušení anonymity. Každý běh je doprovázen metodickým 
listem s přesným popisem použitých dat, verzí softwaru a metodických postupů, aby byla 
zajištěna transparentnost a reprodukovatelnost výsledků. Použití výsledků v praxi má 
několik rovin. Na úrovni fakult slouží k identifikaci oblastí, kde se studenti cítí méně 
připraveni, a umožňuje cílené zavedení nápravných opatření, jako je posílení výuky 
praktických dovedností nebo navýšení počtu mentorů. Pro akreditační a regulační 
instituce představují výsledky standardizovaný ukazatel kvality, který může být součástí 
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procesu akreditace či hodnocení vzdělávacích programů. Pro ministerstvo a zdravotní 
pojišťovny mohou být indikátory nástrojem pro rozhodování o investicích do simulačních 
center nebo podpory fakult s opakovaně horšími výsledky. V neposlední řadě jsou data 
využitelná i v mezinárodním kontextu, protože metodika EMMeans s proporcionálními 
vahami je přenositelná a umožňuje srovnání mezi státy při zachování transparentnosti a 
férovosti. Tento přístup tak spojuje metodologickou přesnost se srozumitelnou 
prezentací a přispívá k systematickému zlepšování kvality vzdělávání na lékařských 
fakultách v České republice. 

 

TABULKA 3: Ukázka benchmarkingové tabulky pro preklinické a klinické dovednosti s 
adjustovanými průměry EMMeans ve srovnání s celonárodním referenčním průměrem.  

C5. Další možnosti vývoje indikátoru 

Současný indikátor, založený na modelu GLM se standardizací na ročník a pohlaví 
prostřednictvím odhadovaných marginálních průměrů (EMMeans), představuje nový 
významný krok k objektivnímu srovnávání českých lékařských fakult. Přesto lze 
identifikovat řadu oblastí, které mohou posunout jeho validitu, klinickou relevanci i 
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užitečnost pro vzdělávací politiku. Jedním z nejdůležitějších směrů rozvoje je zahrnutí 
dalších standardizačních proměnných, které reflektují rozdílné podmínky studia i 
charakteristiky studentů. Vedle ročníku a pohlaví by do modelu bylo vhodné například 
socioekonomické pozadí studentů, délku a typ předchozí praxe, zahraniční stáže či 
zapojení do výzkumu. Tyto faktory mohou významně ovlivnit subjektivní i objektivní 
vnímání klinické připravenosti a jejich kontrola by umožnila férovější srovnání fakult. 
Významným směrem vývoje je také dlouhodobé sledování výsledků absolventů v praxi, 
například prostřednictvím longitudinálních studií zaměřených na jejich úspěšnost v 
postgraduálním vzdělávání, spokojenost zaměstnavatelů nebo schopnost samostatně 
vykonávat klinickou činnost. Tento přístup by umožnil fakultám nejen reagovat na 
aktuální zpětnou vazbu, ale také hodnotit dopad změn ve výuce na skutečné profesní 
uplatnění absolventů. Indikátor by se rovněž mohl rozvíjet směrem k mezinárodnímu 
benchmarkingu. Srovnání s výsledky zahraničních lékařských fakult, například 
prostřednictvím harmonizovaných dotazníků nebo sdílených standardizovaných testů, 
by poskytlo cenný kontext a umožnilo zařadit české fakulty do širšího rámce evropského 
a světového vzdělávání.  
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4. Možnosti využití OMOP datového standardu a OHDSI 
analytického ekosystému k vytváření kvalitnějších dat pro 
budoucí tvorbu indikátorů v České republice 
Jedním z nejzásadnějších limitů současné tvorby risk-adjustovaných indikátorů kvality v 
České republice není samotná dostupnost statistických metod, ale především kvalita, 
standardizace a interoperabilita zdravotnických dat. Přestože české zdravotnictví 
disponuje rozsáhlými administrativními databázemi zdravotních pojišťoven, národními 
registry ÚZIS i rostoucím množstvím klinických registrů odborných společností, 
jednotlivé datové zdroje jsou často vzájemně obtížně propojitelné, využívají odlišné 
terminologie a vznikaly primárně pro administrativní či klinické účely, nikoliv pro 
systematickou analytickou práci a tvorbu komplexních indikátorů kvality. Výsledkem je 
vysoká časová i metodologická náročnost při konstrukci benchmarkingu z těchto těžce 
propojitelných dat a současně omezená možnost mezinárodního srovnávání. 

V tomto kontextu představuje významnou budoucí příležitost implementace standardu 
OMOP Common Data Model (OMOP CDM) a využití analytického ekosystému OHDSI 
(Observational Health Data Sciences and Informatics). Tyto iniciativy vznikly s cílem 
vytvořit jednotný mezinárodní rámec pro ukládání, standardizaci a analýzu 
zdravotnických dat napříč různými zdravotními systémy. Jejich význam v posledních 
letech dynamicky roste a OMOP se postupně stává jedním z nejvýznamnějších standardů 
pro sekundární využití zdravotnických dat ve světě [63,64]. 

OMOP 

OMOP Common Data Model představuje standardizovaný datový model, který umožňuje 
převod heterogenních zdravotnických dat do jednotné struktury. Data z nemocničních 
informačních systémů, registrů, laboratorních systémů, elektronické preskripce či 
databází zdravotních pojišťoven jsou prostřednictvím ETL procesů (Extract–Transform–
Load) transformována do jednotného schématu. Zásadním přínosem je využívání 
standardizovaných mezinárodních terminologií, jako jsou SNOMED CT, ICD, LOINC, 
RxNorm nebo ATC klasifikace. Díky tomu získávají data nejen jednotnou technickou 
strukturu, ale i jednotný významový obsah [65]. 

ETL procesy 

ETL procesy představují standardní způsob zpracování a přesunu dat mezi různými 
informačními systémy, nejčastěji do datového skladu nebo analytického prostředí. 
Zkratka ETL pochází z anglických slov Extract, Transform a Load, která popisují jednotlivé 
fáze tohoto procesu. 

První fáze, Extract, znamená extrakci neboli získání dat ze zdrojových systémů. Data 
mohou pocházet například z nemocničních informačních systémů, registrů pacientů, 
databází zdravotních pojišťoven nebo laboratorních systémů. V oblasti 
cerebrovaskulární péče (CMP) v České republice může extrakce zahrnovat získání údajů 
z registru RES-Q, Národního registru hrazených zdravotních služeb (NRHZS), 
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nemocničních iktových databází nebo dat zdravotních pojišťoven o hospitalizacích a 
výkonech. V onkologii se obdobně získávají data například z Národního onkologického 
registru (NOR), laboratorních informačních systémů, radioterapeutických systémů nebo 
databází center komplexní onkologické péče. 

Druhou fází je Transform, tedy transformace dat. V této části dochází k čištění, 
sjednocování a úpravě dat tak, aby byla vzájemně kompatibilní a připravená pro další 
analýzu. Transformace může zahrnovat sjednocení formátu dat, odstranění duplicit, 
opravu chybných nebo neúplných údajů, propojení dat z více zdrojů nebo výpočet nových 
indikátorů. U dat CMP může jít například o propojení údajů o akutní léčbě z registru RES-
Q s administrativními daty hospitalizací, sjednocení časových údajů o door-to-needle 
time nebo klasifikaci diagnóz podle ICD-10. V onkologii může transformace zahrnovat 
sjednocení TNM klasifikace nádorů, propojení údajů o chirurgické léčbě, systémové 
terapii a radioterapii nebo výpočet ukazatelů přežití a kvality péče. 

Poslední fáze, Load, představuje načtení upravených dat do cílového systému. Tím může 
být datový sklad, reportingový nástroj, národní registr nebo analytická databáze určená 
pro benchmarking a hodnocení kvality péče. V oblasti CMP mohou být transformovaná 
data načítána do národního benchmarkového systému iktových center, dashboardů 
Ministerstva zdravotnictví nebo analytických platforem ÚZIS ČR pro sledování kvality 
cerebrovaskulární péče. V onkologii jsou výsledná data využívána například v 
analytických systémech Národního onkologického registru, v reportingových nástrojích 
komplexních onkologických center nebo při hodnocení epidemiologických trendů a 
výsledků léčby na národní úrovni. 

ETL procesy jsou proto zásadní součástí moderní práce se zdravotnickými daty. Umožňují 
efektivní propojení klinických, administrativních a populačních datových zdrojů a 
vytvářejí kvalitní datovou základnu pro benchmarking, řízení kvality zdravotní péče, 
vědecký výzkum i strategické rozhodování ve zdravotnictví. 

Pro oblast tvorby indikátorů kvality by mohl OMOP představovat zásadní metodologický 
posun. Současné české indikátory jsou často vytvářeny individuálně pro konkrétní 
projekty a jednotlivé analytické týmy musí opakovaně řešit problémy s mapováním dat, 
sjednocováním definic nebo validací vstupních proměnných. Při implementaci OMOP 
modelu by tyto procesy probíhaly centralizovaně a standardizovaně. Výsledkem by byla 
vznikající nejen národní, ale i nadnárodní analytická infrastruktura umožňující opakovaně 
využívat jednou standardizovaná data pro široké spektrum budoucích indikátorů kvality 
[66].  

Významnou výhodou OMOP modelu je možnost výrazně rozšířit množství adjustačních 
proměnných využitelných pro risk-adjustaci. Současné české indikátory jsou často 
limitovány převážně administrativními daty a základními demografickými 
charakteristikami pacientů. OMOP však umožňuje integraci laboratorních výsledků, 
detailní farmakoterapie, výsledků zobrazovacích metod, klinických skórovacích systémů 
nebo dlouhodobé historie zdravotního stavu pacienta. To může významně zvýšit přesnost 
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regresních modelů a snížit riziko zkreslení způsobeného nedostatečnou adjustací case-
mixu [67]. 

Dalším zásadním přínosem je možnost longitudinálního sledování pacientů napříč 
různými segmenty zdravotního systému. V současnosti bývá v českém prostředí často 
komplikované propojit hospitalizační data s ambulantní péčí, preskripcí či dlouhodobými 
výsledky léčby. OMOP umožňuje vytvářet komplexní pacientské trajektorie, které mohou 
zásadně rozšířit možnosti tvorby indikátorů dlouhodobých výsledků péče, 
rehospitalizací, komplikací nebo skutečné efektivity léčby [68]. 

OHDSI 

Na standardizovaný datový model OMOP navazuje iniciativa OHDSI, která představuje 
rozsáhlý open-source ekosystém analytických nástrojů pro práci se zdravotnickými daty. 
OHDSI nabízí široké spektrum softwarových řešení pro tvorbu kohort, survival analýzy, 
validaci predikčních modelů, farmakoepidemiologické studie i automatizovanou 
evaluaci kvality dat. Význam OHDSI spočívá zejména v tom, že umožňuje vytvářet plně 
reprodukovatelné analytické výstupy, které lze sdílet mezi institucemi i státy. 

Velkou výhodou OHDSI ekosystému je také možnost distribuované analýzy dat bez 
nutnosti fyzického sdílení citlivých zdravotnických údajů. Jednotlivé instituce mohou 
provozovat vlastní OMOP databáze lokálně a sdílet pouze agregované výsledky analýz. 
Tento princip je zásadní z hlediska ochrany soukromí pacientů a souladu s evropskou 
legislativou GDPR. Současně umožňuje zapojení do rozsáhlých mezinárodních projektů 
a benchmarkingu bez nutnosti centralizace individuálních dat [69]. 

OHDSI Nástroje  

Athena – Centrální repozitář zdravotnické terminologie 

Athena představuje základní terminologický pilíř celého ekosystému OHDSI a je 
neodmyslitelnou součástí každé implementace OMOP Common Data Model. Jejím 
primárním úkolem je poskytovat jednotný, strukturovaný a veřejně přístupný repozitář 
zdravotnických konceptů, kódů a klasifikačních systémů, které jsou nezbytné pro 
standardizaci zdravotnických dat napříč institucemi a státy. Bez funkčního 
terminologického základu by nebylo možné zajistit sémantickou interoperabilitu, která je 
podmínkou smysluplného porovnávání klinických výsledků na mezinárodní úrovni. 

Webová platforma Athena, dostupná na adrese athena.ohdsi.org, zpřístupňuje stovky 
zdravotnických terminologií v integrované podobě. Mezi nejvýznamnější patří SNOMED 
CT pro klinické pojmy, diagnózy, procedury a nálezy; ICD-10 a ICD-11 pro klasifikaci 
nemocí a příčin úmrtí; LOINC pro laboratorní testy a klinická měření; RxNorm a ATC pro 
léčiva a jejich klasifikaci; CPT-4 a HCPCS pro procedurální kódování v prostředí 
amerického zdravotnictví; a dále Gender, Race, Ethnicity koncepty pro demografické 
údaje. Celkově Athena v současné době spravuje více než 100 terminologií obsahujících 
přes 8 milionů unikátních konceptů. 
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Klíčovým principem Atheny je koncept tzv. Standard Concepts a Non-Standard 
Concepts. Standardní koncepty jsou ty, které byly komunitou OHDSI vybrány jako 
preferované reprezentace pro danou klinickou entitu v rámci OMOP CDM. Nestandardní 
koncepty – tedy lokální kódy, historické verze klasifikací nebo jiné terminologie – jsou 
prostřednictvím tzv. concept relationships mapovány na standardní koncepty. Tento 
přístup zajišťuje, že data z různých zdrojů jsou po ETL procesu vyjádřena pomocí stejných 
standardních kódů, přičemž původní zdrojové kódy jsou zachovány v OMOP CDM v 
dedikovaných polích (source_concept_id). 

Athena umožňuje uživatelům interaktivně prohledávat koncepty podle názvu, domény 
(diagnózy, léčiva, procedury, měření, observace apod.), třídy konceptu a 
terminologického systému. Pro každý koncept zobrazuje jeho hierarchické vztahy – 
nadřazené (parent) a podřazené (child) koncepty, synonyma, historické mapování i 
horizontální vztahy jako „maps to", „is a", „has ingredient" nebo „subsumes". Tato 
hierarchická struktura je klíčová pro kohortní analýzy, kdy je potřeba zachytit všechny 
klinicky relevantní reprezentace dané diagnózy nebo intervence včetně jejích 
subkategorií. 

Terminologické balíčky (vocabulary packages) si uživatelé mohou stáhnout přímo z 
platformy Athena a naimportovat do své lokální OMOP databáze do schématu 
vocabulary. Tento import je předpokladem pro správné fungování všech ostatních OHDSI 
nástrojů. Balíčky jsou pravidelně aktualizovány tak, aby reflektovaly nové verze 
terminologií – například roční aktualizace SNOMED CT, nové verze ATC klasifikace nebo 
přechod z ICD-10 na ICD-11. Pro terminologie podléhající licenčním omezením je nutné 
potvrzení licence, ostatní terminologie jsou volně ke stažení. 

V kontextu české implementace OMOP CDM je Athena zásadní pro mapování lokálních 
kódovacích systémů – zejména českých diagnóz dle MKN-10 (česká adaptace ICD-10), 
kódů výkonů, materiálů a léčiv z číselníků VZP a dalších zdravotních pojišťoven – na 
mezinárodní standardní koncepty. Kvalita tohoto mapování přímo determinuje kvalitu 
výsledných analýz a mezinárodní srovnatelnost výstupů. Práce s Athenou je tedy prvním 
a naprosto nezbytným krokem při budování národní OMOP infrastruktury v České 
republice. 

ATLAS – Interaktivní analytická platforma pro kohortní definice a studie 

ATLAS je webová aplikace představující centrální analytické rozhraní ekosystému OHDSI. 
Slouží jako grafický front-end pro tvorbu kohortních definic, charakterizaci populací, 
specifikaci výsledkových měr a kompletní návrh observačních studií – vše bez nutnosti 
psát SQL dotazy či R kód. ATLAS je navržen tak, aby umožňoval klinickým výzkumníkům, 
epidemiologům a analytikům zdravotnických dat pracovat s rozsáhlými OMOP 
databázemi intuitivním způsobem, přičemž na pozadí generuje standardizovaný kód 
kompatibilní s celým ekosystémem OHDSI nástrojů. 

Základní stavební jednotkou práce v ATLAS jsou tzv. konceptové sady (Concept Sets). 
Konceptová sada je pojmenovaná sbírka OMOP konceptů – zpravidla klinicky příbuzných 
– která definuje, co se v dané analýze rozumí pod určitým termínem. Například 
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konceptová sada pro „diabetes mellitus 2. typu" může zahrnovat SNOMED CT kód pro 
tuto diagnózu, ale prostřednictvím funkce „zahrnout potomky" (include descendants) 
automaticky zahrne i všechny specifičtější subtypy. Konceptové sady jsou sdílitelné a 
znovupoužitelné napříč různými studiemi a institucemi, což podporuje 
reprodukovatelnost výzkumu. 

Kohortní definice (Cohort Definitions) jsou jádrem analytické práce v ATLAS. Kohorta je 
skupina pacientů splňujících přesně specifikovaná vstupní kritéria v definovaném 
časovém okně. Uživatel v grafickém rozhraní specifikuje: (1) vstupní událost (Entry Event) 
– klinická událost definující začátek sledování pacienta, například první diagnóza 
srdečního selhání nebo zahájení léčby konkrétním léčivem; (2) inkluzní a exkluzní kritéria 
(Inclusion/Exclusion Rules) – podmínky, které musí nebo nesmí být splněny v 
definovaném časovém okně před nebo po vstupní události; (3) kohortní konec (Cohort 
Exit) – definice okamžiku, kdy pacient kohortu opouští, například při přechodu na jinou 
léčbu, při úmrtí nebo po uplynutí fixního časového intervalu. Takto definovaná kohortní 
kritéria jsou interně převedena na SQL kód kompatibilní s různými databázovými 
platformami (PostgreSQL, Oracle, SQL Server, BigQuery). 

Modul Characterization umožňuje detailní popis kohortní populace – generování 
souhrnných statistik o demografii, komorbiditách, medikaci, laboratorních hodnotách a 
dalších klinických charakteristikách před vstupní událostí. Výstupy charakterizace slouží 
nejen pro porozumění studované populaci, ale také pro identifikaci potenciálních zdrojů 
confoundingu a pro reporting v publikacích. Modul Cohort Pathway Analysis vizualizuje 
sekvence klinických událostí – například pořadí nasazování léčiv u pacientů s danou 
diagnózou – čímž poskytuje unikátní pohled na klinickou praxi v reálném světě. 

Incidence Rate Analysis umožňuje výpočet incidence klinických událostí v definovaných 
kohortách s automatickým stratifikováním dle věku, pohlaví a dalších proměnných. 
Estimation modul zprostředkovává přístup k metodám kauzální inference – zejména k 
nástrojům pro population-level effect estimation – přičemž graficky navádí uživatele k 
výběru komparátoru, výsledkové míry, kovariát a analytické metody. Prediction modul 
umožňuje navrhovat studie prediktivního modelování (Patient-Level Prediction) s definicí 
predikční populace, výsledku a časového horizontu predikce. 

ATLAS je open-source aplikace navržena pro nasazení v lokální institucionální 
infrastruktuře – instaluje se jako webová aplikace s připojením na lokální OMOP databázi, 
přičemž data pacienta neopouštějí instituci. Tím je zajištěn soulad s GDPR a dalšími 
regulacemi ochrany osobních údajů. V kontextu budování národní OMOP infrastruktury v 
České republice představuje ATLAS primární uživatelské rozhraní, prostřednictvím 
kterého budou kliničtí výzkumníci, manažeři kvality i pracovníci zdravotních pojišťoven 
přistupovat k analytickým možnostem standardizovaných zdravotnických dat. 

ACHILLES – Automatizovaná charakterizace zdravotnických dat a jejich validace 

ACHILLES (Automated Characterization of Health Information at Large-scale 
Longitudinal Evidence Systems) je R balíček vyvíjený v rámci ekosystému OHDSI, jehož 
primárním účelem je generovat komplexní souhrnné statistiky o obsahu OMOP CDM 



58 
 

databáze. Nástroj je prvním krokem, který by měla každá instituce provést po dokončení 
ETL procesu a naplnění OMOP databáze, neboť poskytuje základní přehled o kvalitě, 
úplnosti a reprezentativnosti transformovaných dat. 

Technicky ACHILLES pracuje tak, že spouští sérii předpřipravených SQL dotazů přímo 
nad OMOP CDM databází a výsledky ukládá do separátního schématu results. Tyto 
agregované výsledky – počty pacientů, záznamy, distribuce hodnot, časové trendy – jsou 
anonymizované a neodrážejí individuální záznamy pacientů. Výpočet na průměrně velké 
nemocniční databázi (řádově miliony záznamů) trvá typicky hodiny až desítky hodin v 
závislosti na výpočetním výkonu. Po dokončení jsou výsledky přístupné prostřednictvím 
interaktivního webového rozhraní a integrované vizualizace v ATLAS. 

ACHILLES generuje více než 1 800 analytických výpočtů pokrývajících všechny klíčové 
domény OMOP CDM. V oblasti demographics sleduje věkové distribuce, rozložení 
pohlaví, délku sledování pacientů v databázi a počty pacientů aktivních v jednotlivých 
letech. V oblasti condition_occurrence mapuje nejčastěji vykazované diagnózy dle 
SNOMED CT, jejich výskyt v čase, průměrný věk při první diagnóze a genderové rozdíly. V 
oblasti drug_exposure poskytuje přehled nejčastěji předepisovaných léčiv, délky 
léčebných epizod a kombinací léčiv. Obdobné statistiky generuje pro procedury, 
laboratorní výsledky, hospitalizace a ambulantní návštěvy. 

Klíčovou součástí ACHILLES je modul Data Quality Dashboard (DQD), který 
implementuje systematické hodnocení kvality dat dle strukturovaného rámce. DQD 
rozlišuje tři základní dimenze kvality: (1) Conformance – zda data odpovídají 
strukturálním a hodnotovým omezením definovaným schématem OMOP CDM; (2) 
Completeness – zda povinné a doporučené hodnoty nejsou nadměrně prázdné; (3) 
Plausibility – zda hodnoty dávají klinický smysl, například zda věk při diagnóze je 
biologicky věrohodný, nebo zda laboratorní hodnoty spadají do fyziologicky přípustného 
rozsahu. Výstupem DQD je přehledný dashboard se stovkami specifických kontrol, 
přičemž každá kontrola je klasifikována jako úspěšná nebo neúspěšná s kvantitativním 
vyjádřením rozsahu problému [70]. 

ACHILLES také podporuje koncept Network Studies – studií prováděných simultánně ve 
více institucích. Díky tomu, že každá instituce generuje výsledky ve stejné 
standardizované struktuře, je možné agregované statistiky mezi institucemi sdílet a 
porovnávat bez nutnosti centralizace individuálních dat pacientů. Tento přístup byl využit 
v rozsáhlých mezinárodních projektech jako EHDEN (European Health Data & Evidence 
Network) a CHARYBDIS, kde desítky databází z různých zemí přispěly svými výstupy do 
společné srovnávací analýzy [71]. 

V rámci budování OMOP infrastruktury v České republice bude ACHILLES plnit 
nezastupitelnou roli v procesu kontinuálního monitorování kvality dat. Po každé 
aktualizaci zdrojových dat bude nutné spouštět ACHILLES znovu a sledovat trendy v 
klíčových ukazatelích – například náhlý pokles počtu zaznamenávaných diagnóz nebo 
laboratorních výsledků může indikovat problém v ETL procesu nebo ve zdrojovém 
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systému. ACHILLES tak tvoří základ data governance procesu a je podmínkou 
důvěryhodnosti analytických výstupů generovaných navazujícími nástroji. 

HADES – Soubor analytických R balíčků pro zdravotnický výzkum 

HADES (Health Analytics Data-to-Evidence Suite) je souhrnné označení pro ekosystém R 
balíčků vyvíjených komunitou OHDSI, které společně pokrývají celý analytický workflow 
od přístupu k datům přes statistické modelování až po vizualizaci a reporting výsledků. 
Na rozdíl od ATLAS, který poskytuje grafické rozhraní pro uživatele bez programátorských 
znalostí, HADES je určen pro statistiky, epidemiology a datové vědce, kteří požadují plnou 
kontrolu nad analytickým procesem a možnost implementace pokročilých statistických 
metod. 

Základem celého HADES ekosystému je balíček DatabaseConnector, který zajišťuje 
jednotné připojení k různým databázovým platformám (PostgreSQL, Oracle, Microsoft 
SQL Server, Amazon Redshift, Google BigQuery, Spark, SQLite a dalším) prostřednictvím 
standardizovaného API. Navazující balíček SqlRender umožňuje psát SQL dotazy v 
dialekt-agnostickém jazyce, který je automaticky přeložen do SQL syntaxe cílové 
databáze. Tato kombinace zajišťuje, že analytické skripty vyvinuté na jedné databázové 
platformě fungují bez modifikací na všech ostatních – klíčový požadavek pro 
reproducibilní multi-databázové studie. 

Pro kohortní analýzy a generování kovariátních matic slouží balíček FeatureExtraction, 
který ze surových OMOP dat automaticky extrahuje tisíce klinických proměnných – 
diagnózy, léčiva, procedury, laboratorní hodnoty, demografické charakteristiky – v 
definovaných časových oknech před indexovou událostí. Tyto proměnné jsou 
strukturovány jako řídké matice (sparse matrices) vhodné pro vstup do strojového učení 
nebo pro účely propensity score modelování. 

Balíček CohortMethod implementuje metody populační kauzální inference pro 
observační data. Podporuje matching a weighting na základě propensity score, negativní 
kontrolní výstupy pro kalibraci empirického confoundingu, HDPS (High-Dimensional 
Propensity Score) pro automatizovanou selekci kovariát a různé výsledkové modely 
včetně Cox proportional hazards regression a Poisson regression. Balíček 
SelfControlledCaseSeries (SCCS) implementuje alternativní kauzální metody využívající 
pacienty jako vlastní kontroly, čímž eliminuje confounding fixními charakteristikami 
pacienta. 

Pro patient-level prediction – tedy budování a validaci prediktivních modelů na 
individuální úrovni pacienta – slouží balíček PatientLevelPrediction. Implementuje 
kompletní pipeline od definice predikční úlohy přes feature engineering, výběr a trénink 
modelu (logistická regrese s regularizací, gradient boosting, random forest, XGBoost, 
neuronové sítě), interní a externí validaci až po standardizované reportování výsledků 
včetně ROC křivek, kalibrační křivky a Brier skóre. Klíčovým principem je transportabilita 
– model vytrénovaný na jedné OMOP databázi je možné díky standardizaci dat přímo 
validovat na databázi z jiné instituce nebo země. 
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Balíček Cyclops poskytuje vysoce výkonné implementace regularizovaných regresních 
modelů optimalizované pro řídká data typická pro zdravotnické záznamy. 
EmpiricalCalibration implementuje metody pro kalibraci p-hodnot a konfidenčních 
intervalů pomocí negativních kontrolních výstupů, čímž eliminuje systémové chyby 
spojené s observačními daty. Balíček EvidenceSynthesis umožňuje meta-analýzu 
výsledků z více databází metodami fixed effects, random effects nebo Bayesian evidence 
synthesis. V kontextu hodnocení kvality indikátorů zdravotní péče v ČR nabídne HADES 
nástroje pro sofistikované analýzy přesahující možnosti standardní deskriptivní statistiky 
– modelování risk-adjusted outcome rates, survival analýzy, longitudinální analýzy trendů 
kvality péče nebo identifikace prediktivních faktorů nežádoucích výsledků. 

CirCe – Kohortní definice a jejich reprezentace v OMOP ekosystému 

CirCe (Cohort and Incidence Rate Calculator) je specializovaný OHDSI nástroj zaměřený 
na dva vzájemně propojené analytické úkoly: přesnou definici klinických kohort pro 
observační výzkum a výpočet incidence klinických událostí v těchto kohortách. CirCe 
tvoří analytické jádro, na kterém stojí kohortní funkcionalita ATLAS – grafické rozhraní 
ATLAS pro definici kohort generuje interně JSON reprezentaci kohortní definice ve 
formátu CirCe, která je následně vykonána nad OMOP databází.  

Kohortní definice v CirCe má pevně stanovenou čtyřsložkovou strukturu. První složkou je 
Entry Event (vstupní událost), která definuje klinickou událost zakládající začátek 
kohortní epizody pacienta. Vstupní událost je specifikována jako výskyt záznamu v 
konkrétní OMOP doméně s odpovídající konceptovou sadou a volitelně s dalšími filtry – 
například diagnóza v konkrétním typu návštěvy (hospitalizace vs. ambulance), 
laboratorní výsledek překračující definovanou prahovou hodnotu nebo léčivo v konkrétní 
ATC třídě. Pro každého pacienta splňujícího kritéria vstupní události může CirCe uvažovat 
první výskyt, všechny výskyty nebo výskyty omezené definovaným odstupem od 
předchozího. 

Druhou složkou jsou Inclusion Rules (inkluzní/exkluzní kritéria), která aplikují dodatečné 
podmínky na populaci identifikovanou vstupní událostí. Každé kritérium je definováno 
jako predikát – klinická podmínka, která musí (inclusion) nebo nesmí (exclusion) být 
splněna v definovaném časovém okně vztaženém k indexovému datu vstupní události. 
Typická inkluzní kritéria zahrnují minimální délku sledování v databázi před indexovým 
datem (tzv. washout perioda pro eliminaci prevalentních případů), přítomnost specifické 
komorbidity nebo léčby, nebo věkové a genderové omezení. Výsledkem aplikace každého 
kritéria je tabulka dokumentující postupné snižování velikosti kohorty. 

Třetí složkou je Cohort Exit (kohortní konec), definující okamžik, kdy pacient kohortu 
opouští. CirCe podporuje několik strategií kohortního konce: fixní časový interval po 
vstupní události (například 365 dní follow-up), konec observation period pacienta v 
databázi (ukončení pojištění, smrt nebo jiný důvod ztráty sledování), nebo event-driven 
exit definovaný konkrétní klinickou událostí – například ukončením léčby, přechodem na 
jiné léčivo nebo výskytem sledované výsledkové míry. Správná definice kohortního konce 
je kritická pro výpočet person-time at risk a ovlivňuje výsledky všech time-to-event analýz. 
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Čtvrtou složkou jsou Cohort Eras a Gap Days – parametry určující, jak CirCe zachází s 
opakujícími se kohortními epizodami. V případě analýzy léčebné expozice je běžné, že 
pacient má přerušení léčby (gap), po kterém ji znovu zahájí. CirCe umožňuje definovat 
tolerovaný gap – například 30 dní – při jehož nepřekročení jsou dvě navazující expozice 
sloučeny do jedné kontinuální léčebné éry. Tento parametr zásadně ovlivňuje výpočet 
délky léčebné expozice a má přímý dopad na farmakoepidemiologické analýzy. 

Modul pro výpočet incidence umožňuje systematické sledování výskytu klinických 
událostí v definovaných kohortách. Uživatel specifikuje: (1) rizikovou populaci (target 
cohort) – kohortu pacientů, u nichž sleduje výskyt události; (2) výsledkovou míru 
(outcome cohort) – kohortu definující sledovanou klinickou událost; (3) čistou periodu 
(clean window) – minimální dobu před vstupní událostí, po kterou se sledovaná 
výsledková míra nesmí vyskytovat. Výstupem jsou incidence rates (počet nových případů 
na 100 nebo 1000 person-years), incidence proportions a stratifikované výsledky dle 
věku, pohlaví a roku nástupu. 

Integrace CirCe do národní infrastruktury pro hodnocení kvality zdravotní péče v ČR 
otevírá možnosti pro precizní epidemiologické sledování. Prostřednictvím správně 
definovaných kohort a incidencí bude možné monitorovat výskyt komplikací u pacientů s 
chronickými onemocněními, sledovat 30denní a 90denní rehospitalizace jako indikátory 
kvality péče, hodnotit adherenci k doporučeným léčebným postupům nebo identifikovat 
regionální disparity v dostupnosti a výsledcích léčby. CirCe tak spolu s ostatními OHDSI 
nástroji tvoří metodologický základ pro systematické a reprodukovatelné hodnocení 
kvality zdravotní péče na národní i mezinárodní úrovni. 

Implementace OMOP a OHDSI v Českém zdravotnictví 

Implementace OMOP a OHDSI by mohla zásadně změnit způsob tvorby národních 
indikátorů kvality v České republice. Místo izolovaně vytvářených projektů by bylo možné 
budovat jednotnou národní infrastrukturu pro kontinuální monitoring kvality péče. Risk-
adjustované indikátory by mohly být generovány automatizovaně a metodologicky 
konzistentně napříč jednotlivými oblastmi zdravotnictví. Významně by se zvýšila 
transparentnost, aktualizovatelnost, reprodukovatelnost i důvěryhodnost výsledků. 

Velký potenciál OMOP/OHDSI přístupu spočívá také v oblasti mezinárodního 
benchmarkingu. Země využívající OMOP CDM dnes realizují společné analýzy nad 
populacemi čítajícími stovky milionů pacientů. Česká republika by tak mohla přímo 
porovnávat výsledky svých center s evropskými či světovými standardy, identifikovat best 
practices a aktivně se podílet na mezinárodním výzkumu kvality zdravotní péče. 

Přes významný potenciál však implementace OMOP a OHDSI představuje mimořádně 
komplexní proces. Vyžaduje kvalitní datové mapování, standardizaci terminologií, 
robustní governance dat a dlouhodobou institucionální podporu. Klíčová bude 
spolupráce Ministerstva zdravotnictví ČR, ÚZIS, zdravotních pojišťoven, akademických 
institucí a samotných poskytovatelů zdravotní péče. Nezbytnou podmínkou úspěchu 
bude také rozvoj odborných kapacit v oblasti zdravotnické informatiky, datové vědy a 
biostatistiky. 
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Do budoucna lze očekávat, že význam standardizovaných datových modelů bude dále 
růst, zejména v souvislosti s rozvojem umělé inteligence, strojového učení a real-time 
analytiky zdravotnických dat. České zdravotnictví má díky existenci národních registrů, 
nastartované digitalizaci a centralizované struktuře zdravotního systému dobré 
předpoklady pro implementaci těchto moderních přístupů. Využití OMOP systému a 
nástrojů OHDSI tak může představovat jeden z nejdůležitějších kroků směrem k 
modernímu, datově řízenému a transparentnímu systému hodnocení kvality zdravotní 
péče v České republice [72].   

 

 

OBRÁZEK 7: Návrh algoritmu možné implementace OMOP CDM datového modelu a 
OHDSI analytického ekosystému do procesu zdravotnictví ČR 
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5. Diskuse 
5.1 Význam práce v kontextu českého systému hodnocení kvality 
Tato disertační práce řeší jedno z metodologicky nejnáročnějších témat současného 
řízení zdravotnictví: jak spravedlivě hodnotit kvalitu poskytované péče v situaci, kdy se 
jednotliví poskytovatelé zásadně liší skladbou pacientů, dostupnými daty, klinickou 
specializací i organizačním kontextem. Hlavním přínosem práce není pouze použití tří 
statistických modelů, ale především ukázka, že risk-adjustované indikátory lze v českém 
prostředí konstruovat jako reprodukovatelný, odborně obhajitelný a institucionálně 
využitelný systém.  

Základní argument práce je v souladu se zahraniční zkušeností: výsledkové indikátory 
nelze interpretovat bez zohlednění case-mixu pacientů [7–12]. Hrubá mortalita, výskyt 
komplikací nebo délka přežití nejsou čistým odrazem kvality péče, ale výsledkem 
interakce kvality poskytované péče, vstupního rizika pacienta, dostupnosti klinických 
informací a způsobu kódování. Pokud by byli poskytovatelé porovnáváni pouze podle 
neadjustovaných výsledků, byli by systematicky znevýhodněni ti, kteří léčí starší, 
polymorbidní nebo klinicky závažnější pacienty.  

Tato práce ukazuje, jak lze postupovat od definice indikátoru přes výběr dat, sestavení 
multivariantního regresního modelu, výpočet očekávaných hodnot až po interpretaci 
benchmarku. V práci nejde o izolovanou akademickou úvahu, ale o metodiku vznikající v 
kontextu spolupráce s institucemi, které mohou výsledky skutečně implementovat v 
českém zdravotnictví. 

5.2 Interpretace výsledků tří modelových oblastí 
První modelová oblast, risk-adjustovaný ukazatel 30denní mortality po cévní mozkové 
příhodě, představuje typický příklad indikátoru, kde je potřeba adjustace nejviditelnější. 
Mortalita po CMP je klinicky srozumitelný a společensky významný výsledek, ale zároveň 
je silně ovlivněna věkem, komorbiditami, závažností vstupního stavu a typem iktu. Binární 
logistická regrese zde představuje přirozený a mezinárodně standardní nástroj, protože 
sledovaný výsledek má binární charakter. Výsledkem není pouze odhad 
pravděpodobnosti úmrtí u jednotlivých pacientů, ale také možnost agregovat očekávané 
počty úmrtí na úrovni center a následně odlišit skutečný výkon pracoviště od rizikovosti 
jeho pacientské populace [10–14]. 

Význam této části práce spočívá v tom, že vytváří základ pro reálně používaný 
benchmarking iktové péče v České republice. Pokud je centrum hodnoceno pouze podle 
hrubé mortality, může být nespravedlivě penalizováno za to, že přijímá více závažných 
případů. Risk-adjustovaný model navržený v této práci tuto interpretaci zásadně mění: 
otázkou již není, kolik pacientů zemřelo, ale zda bylo úmrtí více nebo méně, než by 
odpovídalo očekávanému riziku pacientů léčených v daném centru. Právě tato logika je 
podstatou standardizovaných mortalitních ukazatelů používaných v zahraničí. 

Druhá oblast, hodnocení gastrointestinální a urogenitální toxicity po radikální radioterapii 
karcinomu prostaty, rozšiřuje metodologický rámec práce o časovou dimenzi. Použití 
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multivariantního Coxova modelu proporcionálních rizik je zde potřebné, protože 
komplikace nejsou pouze binární událostí, ale vznikají v čase a část pacientů může být v 
době analýzy cenzorována. Tato část práce proto ukazuje, že indikátory kvality nelze 
redukovat na jednoduché ukazatele výskytu události, ale že pro řadu klinicky relevantních 
výsledků je nezbytné modelovat dynamiku rizika v čase. 

Z hlediska zdravotnické politiky má tento indikátor velký význam. Moderní 
radioterapeutické technologie jsou nákladné a jejich hodnocení by nemělo být založeno 
pouze na technické dostupnosti nebo počtu výkonů, ale také na dlouhodobých 
výsledcích a bezpečnosti léčby. Risk-adjustovaný ukazatel toxicity může přispět k 
racionálnímu rozhodování o zavádění a financování technologií, včetně porovnávání 
různých modalit léčby. Současně však tato oblast ukazuje limity dostupných dat: toxicita 
může být různě zaznamenávána, může záviset na délce sledování a může být ovlivněna 
podrobností ambulantních dat. To znovu zdůrazňuje, že kvalita indikátoru je vždy 
podmíněna kvalitou datového zdroje. 

Třetí modelová oblast, benchmarking českých lékařských fakult pomocí zobecněného 
lineárního modelu (GLM) a odhadovaných marginálních průměrů, ukazuje obecnou 
přenositelnost risk-adjustační logiky mimo úzce klinické indikátory. I zde platí, že hrubý 
výsledek může být zkreslen rozdílnou strukturou sledované populace, v tomto případě 
studentů podle ročníku a pohlaví. Použití GLM a EMMeans umožňuje srovnání, které je 
férovější než prostý průměr. Tato část práce je důležitá právě tím, že ukazuje širší 
systémový význam standardizace: nejde pouze o zdravotnické výsledky pacientů, ale o 
obecný princip porovnávání institucí po zohlednění relevantních vstupních rozdílů. 

5.3 Metodologické silné stránky a limity použitých modelů 
Metody logistické regrese, Coxova modelu a GLM představují jádro současné praxe risk-
adjustace a mají významnou výhodu v interpretovatelnosti. V prostředí zdravotnické 
politiky, veřejného reportování a komunikace s poskytovateli je interpretovatelnost stejně 
důležitá jako predikční přesnost. Model, který poskytovatelé neumějí pochopit a odborně 
zpochybnit nebo obhájit, nemůže být základem legitimního systému hodnocení. Proto 
mají klasické regresní modely stále významnou výhodu oproti části metod strojového 
učení [51]. 

Současně je třeba zdůraznit, že žádný z použitých modelů sám o sobě nezaručuje validní 
benchmarking. Logistická regrese vyžaduje správnou specifikaci prediktorů a 
dostatečnou kalibraci. Coxův model předpokládá proporcionalitu rizik, která nemusí být 
u všech proměnných splněna. GLM vyžaduje vhodnou volbu distribuční rodiny, link 
funkce a kontrolu vlivu extrémních hodnot.  

Zásadním metodologickým limitem je dostupnost adjustačních proměnných. Současné 
české indikátory jsou často konstruovány na základě administrativních dat, která mají 
velkou výhodu v populačním pokrytí, ale omezenou klinickou granularitu. Chybějí-li 
informace o laboratorních hodnotách, klinických skóre, detailní farmakoterapii, 
funkčním stavu nebo dlouhodobé historii pacienta, nelze vyloučit zbytkové zkreslení. 
Tento problém není selháním konkrétního modelu, ale strukturálním omezením datové 
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infrastruktury. Právě zde se otevírá prostor pro kapitolu věnovanou OMOP a OHDSI, která 
je v této práci chápána jako klíčový most mezi současnými výsledky práce a budoucí 
generací indikátorů. 

5.4 OMOP jako datový základ pro budoucí generaci českých indikátorů kvality 
Práce ukazuje, že risk-adjustované indikátory lze v českém prostředí vytvářet již dnes. 
Kapitola o OMOP však ukazuje, jak by bylo možné celý proces posunout z úrovně 
jednotlivých projektů na úroveň dlouhodobě udržitelné datové infrastruktury. OMOP 
CDM umožňuje převést heterogenní zdravotnická data z nemocničních informačních 
systémů, registrů, pojišťovenských databází, laboratorních systémů a lékových záznamů 
do jednotné struktury [66]. To je pro indikátory kvality zásadní, protože bez jednotného 
datového modelu musí být každý indikátor opakovaně vytvářen od začátku, často s jinou 
definicí kohorty, jiným mapováním diagnóz a jinou logikou výběru proměnných. 

Nejdůležitějším přínosem OMOP pro tuto práci je možnost rozšíření adjustačních 
proměnných. V tradičním administrativním prostředí je risk-adjustace často omezena na 
věk, pohlaví, diagnózy, výkony a vybrané komorbidity. OMOP však umožňuje 
systematicky integrovat laboratorní výsledky, medikaci, klinická měření, výsledky 
zobrazovacích metod, skórovací systémy, ambulantní historii a dlouhodobý průběh 
zdravotního stavu pacienta [67]. To má přímý dopad na kvalitu regresních modelů. Čím 
úplnější je popis vstupního rizika pacienta, tím menší je riziko, že budou rozdíly mezi 
poskytovateli nesprávně interpretovány jako rozdíly v kvalitě péče. 

V kontextu 30denní mortality po CMP by OMOP umožnil doplnit administrativní 
proměnné o klinicky významné informace, které současné datové zdroje často 
neobsahují. Mohlo by jít například o přesnější popis neurologické závažnosti, 
laboratorních parametrů, předchozí medikace, antikoagulační léčby, předchozích 
cévních příhod nebo návazné ambulantní péče. U radioterapie karcinomu prostaty by 
OMOP mohl umožnit propojení radioterapeutických dat s farmakoterapií, komorbiditami, 
ambulantními záznamy a dlouhodobými komplikacemi.  

Dalším zásadním přínosem OMOP je longitudinální pohled na pacienta. Současné 
indikátory často pracují s izolovanou hospitalizací nebo konkrétní epizodou péče. Kvalita 
zdravotní péče se však stále častěji projevuje v dlouhodobé trajektorii pacienta: v 
rehospitalizacích, pozdních komplikacích, změnách léčby, návaznosti ambulantní péče 
a přežití. OMOP umožňuje vytvářet pacientské trajektorie napříč segmenty systému [68]. 
To je mimořádně důležité pro budoucí generaci indikátorů, které by neměly hodnotit 
pouze akutní výsledek, ale skutečný dlouhodobý dopad péče. 

Z praktického hlediska by implementace OMOP v České republice mohla odstranit jednu 
z hlavních slabin současného vývoje indikátorů: projektovou roztříštěnost. V současnosti 
se indikátory často vytvářejí odděleně pro jednotlivé oblasti, přičemž se znovu řeší 
definice kohort, datové transformace a validace proměnných. Pokud by existovala 
národní OMOP infrastruktura, bylo by možné jednou standardizovaná data opakovaně 
využívat pro více indikátorů, více diagnóz a více úrovní benchmarkingu. Tím by se 
významně zvýšila efektivita vývoje i metodologická konzistence celého systému. 
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5.5 OHDSI jako analytický a reprodukovatelný ekosystém 
Na OMOP navazuje OHDSI jako otevřený analytický ekosystém. V diskusi této práce je 
důležité zdůraznit, že OHDSI nepředstavuje pouze sadu softwarových nástrojů, ale jiný 
způsob organizace práce se zdravotnickými daty. Jeho hlavní přínos spočívá v 
reprodukovatelnosti, standardizaci analytických postupů a možnosti provádět 
distribuované analýzy bez nutnosti centralizovat individuální pacientská data [69]. To je v 
evropském a českém kontextu mimořádně významné z hlediska ochrany osobních údajů, 
institucionální autonomie poskytovatelů a souladu s požadavky GDPR. 

Pro tvorbu indikátorů kvality má OHDSI význam v několika úrovních. První úrovní je 
standardizovaná definice kohort. Nástroje jako ATLAS a CirCe umožňují přesně definovat 
vstupní populaci, indexovou událost, vstupní a výstupní kritéria, období sledování a 
výsledkové události. To je pro indikátory kvality zásadní, protože i malá odlišnost v definici 
kohorty může zásadně změnit výsledky benchmarkingu. Pokud má být například 30denní 
mortalita po CMP srovnatelná mezi institucemi, musí být jednotně definováno, kdo do 
kohorty patří, jak je určena indexová hospitalizace a jak jsou řešeny opakované epizody 
péče. 

Druhou úrovní je práce s terminologiemi prostřednictvím nástroje Athena. Český 
zdravotnický systém používá lokální adaptace MKN-10, číselníky zdravotních pojišťoven, 
výkonové kódy, kódy léčiv a další národní klasifikace. Bez kvalitního mapování těchto 
zdrojových kódů na standardní koncepty nelze zajistit mezinárodní srovnatelnost ani 
reprodukovatelnost výsledků. Athena je v tomto smyslu základním předpokladem 
národní OMOP infrastruktury: umožňuje rozlišit standardní a nestandardní koncepty, 
zachovat původní zdrojové kódy a současně převést data do podoby použitelné pro 
společné analýzy. 

Třetí úrovní je kontrola kvality dat. Nástroje ACHILLES a Data Quality Dashboard umožňují 
systematicky hodnotit úplnost, konzistenci a věrohodnost datových zdrojů. Pro tuto práci 
je to mimořádně důležité, protože kvalita risk-adjustovaného indikátoru není dána pouze 
regresním modelem, ale také kvalitou vstupních dat. Pokud jsou například komorbidity 
systematicky podkódované, pokud chybí laboratorní hodnoty nebo pokud jsou časové 
vazby mezi událostmi nekonzistentní, sebelepší model nemůže poskytnout validní 
srovnání. OHDSI proto nabízí nástroje, které mohou posílit validační část celého procesu 
tvorby indikátorů. 

Čtvrtou úrovní je analytická automatizace prostřednictvím balíčků HADES. Balíčky jako 
FeatureExtraction, CohortMethod nebo PatientLevelPrediction umožňují generovat 
rozsáhlé kovariátní matice, vytvářet prediktivní modely a validovat je v jednotném 
workflow. To přímo navazuje na metodologii této práce. Zatímco disertační práce 
demonstruje konstrukci tří základních modelů, OHDSI/HADES ukazuje, jak by bylo možné 
tento proces rozšířit na desítky indikátorů, opakovaně jej spouštět nad aktualizovanými 
daty a sdílet analytický kód mezi institucemi. 

Distribuovaný charakter OHDSI je mimořádně relevantní i pro mezinárodní 
benchmarking. Jednotlivé instituce nebo státy mohou ponechat pacientská data lokálně 
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a sdílet pouze agregované výsledky standardizovaných analýz [69]. To by mohlo České 
republice umožnit účast na mezinárodních studiích a benchmarkingu bez nutnosti 
odesílat individuální zdravotnická data mimo národní infrastrukturu. V kontextu této 
disertační práce to znamená, že české indikátory kvality by v budoucnu nemusely být 
pouze národními ukazateli, ale mohly by být metodologicky srovnatelné s indikátory v 
zemích využívajících stejný datový model. 

5.6 Dopady OMOP/OHDSI na interpretaci výsledků této práce 
Začlenění OMOP/OHDSI zásadně mění interpretaci výsledků práce. Dosavadní tři 
modelové indikátory lze chápat jako první generaci českého risk-adjustovaného 
benchmarkingu: jsou postaveny na dostupných datech, využívají transparentní regresní 
modely a ukazují praktickou realizovatelnost systému. OMOP/OHDSI však představuje 
druhou generaci, v níž se těžiště přesouvá od izolované konstrukce jednotlivých 
indikátorů k budování opakovatelné datově-analytické infrastruktury. Tím se disertační 
práce posouvá od otázky „jak spočítat jeden indikátor“ k otázce „jak vybudovat systém, 
který umožní dlouhodobě a standardizovaně počítat mnoho indikátorů“. 

Tento posun je důležitý i pro validaci. V současném modelu je validace často prováděna 
individuálně pro konkrétní indikátor. V OMOP/OHDSI prostředí může být část validace 
standardizována: kontrola kvality dat, definice kohort, generování kovariát, dokumentace 
konceptových sad i reprodukovatelnost analytického kódu. To snižuje riziko technických 
a definičních odchylek mezi projekty. Pro český systém by to znamenalo významné 
zvýšení důvěryhodnosti indikátorů. 

Z hlediska budoucího rozvoje českých indikátorů kvality by proto bylo vhodné navázat na 
výsledky této práce pilotní implementací OMOP a OHDSI v některé Ministerstvem 
zdravotnictví přímo řízené větší fakultní nemocnici. Takový pilot by umožnil porovnat 
výkonnost modelů vytvořených na administrativních datech s modely rozšířenými o 
OMOP proměnné a ověřit, zda dochází ke zlepšení kalibrace, diskriminace a stability 
benchmarkingu. 

5.7 Praktické implikace pro české zdravotnictví 
Praktickým výstupem práce je metodologický rámec, který může být využit při rozvoji 
Národní sady indikátorů kvality zdravotní péče, při hodnocení center vysoce 
specializované péče a při tvorbě odborných benchmarkingových zpráv. Zavedení risk-
adjustovaných indikátorů by mělo být doprovázeno jasnými pravidly interpretace. 
Indikátor by neměl být používán jako definitivní verdikt o kvalitě pracoviště, ale jako 
screeningový nástroj upozorňující na možné odchylky. Vyšší než očekávaná mortalita 
nebo toxicita by měla vést k odbornému auditu, nikoliv automaticky k sankci. Tento 
princip je důležitý zejména v počáteční fázi české implementace, kdy je třeba budovat 
důvěru poskytovatelů a současně zlepšovat kvalitu dat. 

OMOP/OHDSI může v této implementaci sehrát roli systémového akcelerátoru. Pokud by 
se podařilo vytvořit národní nebo alespoň multiinstitucionální OMOP infrastrukturu, bylo 
by možné přejít od manuálně sestavovaných indikátorů k opakovatelnému systému, v 
němž jsou datové transformace, kohortní definice a analytické postupy verzovány, 
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sdíleny a auditovatelné. To by významně posílilo transparentnost a umožnilo rychlejší 
rozvoj dalších indikátorů bez nutnosti opakovat základní datovou práci v každém 
projektu. 

5.8 Omezení práce a směry dalšího výzkumu 
Hlavním omezením práce je skutečnost, že modelové indikátory byly vytvořeny v 
konkrétních oblastech a na základě dostupných datových zdrojů. Přestože zvolené 
příklady reprezentují tři důležité typy modelů, nelze automaticky předpokládat, že stejná 
specifikace bude vhodná pro všechny diagnózy, výkony nebo typy výsledků. Každý nový 
indikátor bude vyžadovat vlastní klinickou definici, výběr proměnných, validační postup 
a interpretaci. 

Dalším omezením je zbytkové zkreslení vyplývající z nedostupnosti některých klinicky 
důležitých proměnných. Tento problém je částečně řešitelný právě budoucí integrací dat 
prostřednictvím OMOP CDM, ale ani ta nebude plně dostačující bez kvalitního mapování 
a klinické validace. Budoucí výzkum by se měl proto zaměřit na kvantifikaci toho, jak se 
výkonnost modelů mění po doplnění laboratorních hodnot, medikace, klinických skóre a 
longitudinální historie pacienta. 

Důležitým směrem dalšího výzkumu je také srovnání klasických regresních modelů s 
pokročilejšími metodami. Strojové učení může být užitečné zejména pro predikci 
individuálního rizika, extrakci velkého množství proměnných a detekci nelinearit [51]. Pro 
veřejné reportování však bude nutné zachovat vysvětlitelnost, auditovatelnost a klinickou 
přijatelnost modelů. Vhodnou cestou proto nemusí být nahrazení regresních modelů, ale 
jejich doplnění o moderní prediktivní a interpretační nástroje. 

Hlavním cílem disertační práce bylo posunout alespoň o malý krok vpřed systematické a 
metodologicky podložené hodnocení kvality v českém zdravotnictví. Risk-adjustované 
modely ukazují, jak lze férově porovnávat poskytovatele za současných datových 
podmínek. Kapitola o OMOP a OHDSI pak ukazuje, jak by bylo možné tyto podmínky 
zásadně zlepšit a vytvořit prostředí pro dlouhodobě udržitelný, reprodukovatelný a 
mezinárodně srovnatelný systém indikátorů kvality. 
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6. Závěr 
Předložená disertační práce se zabývala problematikou konstrukce risk-adjustovaných 
indikátorů kvality zdravotní péče s využitím multivariačních statistických modelů a jejich 
implementací do podmínek českého zdravotnického systému. Hlavním přínosem práce 
je vytvoření metodologického rámce umožňujícího spravedlivější a odborně validní 
srovnávání poskytovatelů zdravotní péče při zohlednění rozdílů v pacientském case-
mixu. 

Práce demonstrovala praktické využití tří základních typů multivariačních modelů – 
binární logistické regrese, Coxova modelu proporcionálních rizik a zobecněného 
lineárního modelu – na konkrétních příkladech z českého zdravotnictví a zdravotnického 
vzdělávání. Výsledky ukázaly, že risk-adjustované indikátory mohou představovat 
významný nástroj pro benchmarking, podporu řízení kvality i transparentnější hodnocení 
zdravotnických zařízení. 

Současně práce potvrdila, že kvalita výsledných indikátorů je zásadně podmíněna 
kvalitou datových zdrojů, správnou volbou adjustačních proměnných, robustní validací 
modelů a správnou interpretací výsledků. Významnou perspektivu do budoucna 
představuje rozvoj standardizovaných datových modelů typu OMOP CDM a analytického 
ekosystému OHDSI, které mohou umožnit vznik reprodukovatelného, dlouhodobě 
udržitelného a mezinárodně srovnatelného systému hodnocení kvality zdravotní péče. 

Lze konstatovat, že risk-adjustované modely již dnes představují nezbytnou součást 
moderního řízení zdravotnictví. Další rozvoj této oblasti bude záviset zejména na integraci 
kvalitních dat, rozvoji analytických metod a na schopnosti propojit statistické modelování 
s reálnými potřebami klinické praxe a zdravotní politiky.  
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